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Abstract 
Introduction: Hyperspectral sensors record surface reflectance in hundreds of narrow, contiguous spectral 

bands and can therefore discriminate crops that appear almost identical in broadband imagery. This spectral 

richness, however, introduces the Hughes phenomenon: as the number of bands grows relative to the 

number of labeled training samples, the accuracy of conventional classifiers first improves and then 

deteriorates, while the strong correlation between neighboring bands adds redundancy and computational 

cost. Dimensionality reduction, either by feature extraction such as principal component analysis (PCA) or 

by band selection, is therefore an essential pre-processing step. Classical learners such as artificial neural 

networks (ANN) and support vector machines (SVM) remain standard baselines, and recent deep 

architectures exceed 99% accuracy on benchmark scenes, although they require large training sets, heavy 

computation, and complex tuning, and offer limited interpretability. Two issues have received 

comparatively little attention in the benchmark literature: the strong sensitivity of shallow-network 

accuracy to training hyperparameters in high-dimensional spaces, and the use of unsupervised clustering to 

reveal the intrinsic spectral-affinity structure among crops without any labeled data.  
 

Materials and Methods: The standard Salinas Valley hyperspectral image acquired by the AVIRIS sensor 

was used. The scene covers 512 by 217 pixels at a spatial resolution of 3.7 m and, after the removal of the 

water-absorption bands 108-112, 154-167 and 224, retains 204 effective spectral bands spanning 400-2500 

nm; it contains 54,129 labeled pixels distributed very unevenly among sixteen crop classes. Band 

collinearity was quantified before any reduction: the mean absolute correlation over all band pairs was 0.65 

and that between adjacent bands was 0.99, with 33% of all pairs exceeding 0.90, and the participation ratio 

of the covariance eigenvalues was 1.6, so the effective dimensionality is close to two. Three input scenarios 

were then defined: all 204 bands, all principal components, and the first two components, which are the 

only ones above the 2% variance threshold and together account for 98.3% of the total variance. The 

labeled pixels were split 70/30 by stratified random sampling, and a spatially disjoint split along a column 

cut served as a complementary test of spatial information leakage. An ANN and an RBF support vector 

machine were trained on identical training pixels and scored on identical test pixels in every scenario, using 

overall accuracy, the kappa coefficient, producer's and user's accuracy, and the F1 score. The ANN 

sensitivity analysis covered the number of hidden nodes (2 to 50), the number of layers (one to three), the 

early-stopping patience (1 to 12), and five training algorithms, searched one factor at a time with ten 

repetitions per configuration. In the unsupervised stage, K-means and self-organizing maps were applied 

for cluster numbers from 2 to 16 and assessed with the silhouette, Davies-Bouldin, and Calinski-Harabasz 

indices, while the spectral angle between class centroids provided an independent measure of spectral 

affinity. 
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Results and Discussion: Training hyperparameters proved to be as decisive as the choice of classifier. 

Increasing the early-stopping patience raised the ANN test accuracy on PCA features from about 66% to 

90.3%, a change exceeding 24 percentage points; across the three scenarios, the range of accuracy over the 

patience sweep was 20.1, 24.4 and 23.0 percentage points, with Spearman correlations of 0.62 (p = 0.031) 

for all bands and 0.64 (p = 0.026) for two components, so the effect is large but not monotonic. In the high-

dimensional space, the scaled conjugate gradient and one-step secant algorithms performed best, whereas 

the Levenberg-Marquardt algorithm failed completely, which is attributable to its heavy memory demand 

when the number of parameters is large. In the like-for-like comparison, the support vector machine ran 

without difficulty on the full 204-band space, contrary to the initial analysis, and reached 93.9% overall 

accuracy with a kappa of 0.932, against 91.1% and 0.901 for the ANN; on all principal components the two 

reached 92.7% and 90.0%, and on the first two components only 83.4% and 81.8%. The earlier finding that 

the support vector machine was ineffective therefore reflected input to two components and untuned kernel 

parameters rather than any property of the method. Dimensionality reduction brought no gain in accuracy 

on this scene: retaining all components, an invertible rotation of the original space, left accuracy almost 

unchanged, while discarding components on a variance criterion cost about ten percentage points. Under 

the spatially disjoint split, mean F1 fell from 97.2% to 83.4%, showing that spatial autocorrelation inflates 

the conventional random-split estimate. The clustering analysis showed that the intrinsic spectral structure 

is coarser than the nominal sixteen classes: the silhouette peaked, and the Davies-Bouldin index reached its 

minimum at the same seven clusters. The stubble class formed the purest cluster, with more than 99% of its 

pixels in a single cluster; the spectral angle confirmed the overlaps independently, with the closest pairs 

being fallow and developing vineyard soil at 1.1 degrees and untrained grapes and untrained vineyard at 

1.4 degrees. 
 

Conclusion: In supervised recognition of crop patterns from hyperspectral imagery with classical methods, 

tuning training parameters is at least as important as choosing the learning method: the early-stopping rule 

alone improved accuracy by more than 24 percentage points, whereas the gap between the two classifiers 

never exceeded three. Dimensionality reduction on a variance criterion did not improve accuracy on this 

scene; the value of principal component analysis here is computational, and the number of retained 

components should be tied to classification performance rather than to a fixed variance threshold. The 

intrinsic spectral structure of the scene is described by seven clusters rather than sixteen nominal classes, 

and the classes prone to confusion can be identified before any classification, without labeled data, from 

the spectral angle between class centroids. These results offer three practical recommendations for crop-

recognition systems: budget and document parameter tuning before selecting a classifier, choose the 

number of components based on classification performance, and focus ground sampling on class pairs the 

spectral angle identifies as close. 
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 چكیده  تاریخچه مقاله
 22/10/0415دریافت:

 10/10/0415 پذیرش نهایی:
طیفی زیاد،  دلیل ابعاد اویر ابرطیفی بههدف: تشخیص الگوی کشت از تص

برانگیز  خطی شدید باندها و شباهت طیفی محصولات، از مسائل چالش هم

مند  ست. هدف پژوهش حاضر، تحلیل نظامسنجش از دور کشاورزی ا

های یادگیری ماشین کلاسیک به پارامترهای یادگیری و  حساسیت روش

قرابت طیفی محصولات  فضای ویژگی ورودی، و استخراج کمیّ ساختار

بود. داده: تصویر ابرطیفی سنجنده آویریس از درهّ سالیناس کالیفرنیا با 

باند مؤثر در گستره  ۵۰۲متر و  ۲/۳ی پیكسل، تفكیک مكان ۵۱۲در  ۲۱۵ابعاد 

دار در شانزده کلاس  پیكسل برچسب ۲۲۱۵۵نانومتر، شامل  ۵۲۰۰تا  ۲۰۰

ا ماتریس همبستگی، سه خطی باندها ب کشت. روش: پس از سنجش هم

اصلی، و  های باند، تمامی مؤلفه ۵۰۲سناریوی ورودی تعریف شد: تمامی 

 ۳/۵۹و درصد که در مجموع دو مؤلفه نخست با سهم واریانس بیش از د

گیرند. شبكه عصبی مصنوعی و ماشین  بر میدرصد واریانس کل را در 

ی تفكیک مكانی روی و آزمون تكمیل ۲۰/۳۰ای  بردار پشتیبان با تفكیک لایه

هر سه سناریو ارزیابی و با دقت کل، ضریب کاپا، دقت تولیدکننده، دقت 

میانگین و نگاشت -Kناظر،  دونسنجیده شدند. در بخش ب F۱و امتیاز  کاربر

-بولدین و کالینسكی-های سیلوئت، دیویس ده با شاخص خودسازمان

ها کمیّ  راکز کلاسهاراباژ ارزیابی و قرابت طیفی با زاویه طیفی میان م

. پارامتر بود ۵۵/۰شد. نتایج: میانگین قدر مطلق همبستگی باندهای مجاور 

واحد درصد، از  ۵۲بیش از  توقف زودهنگام دقت آزمون شبكه عصبی را

باندی، ماشین  ۵۰۲تغییر داد. در فضای کامل  درصد، ۳/۵۰به  ۶۶حدود 

 ۱/۵۱ه عصبی دقت و شبك ۵۳/۰درصد و کاپای  ۵/۵۳بردار پشتیبان دقت 

داشت، محدودکردن ورودی به دو مؤلفه این مقادیر  ۵۰/۰درصد و کاپای 

-یلوئت و دیویسهای س درصد کاهش داد. شاخص ۹/۹۱و  ۲/۹۳را به 

بولدین هر دو هفت خوشه را بهینه یافتند؛ کمتر از شانزده کلاس اسمی. 

و جفت درجه  ۱/۱کمترین زاویه طیفی به جفت آیش و خاک تاکستان با 

گیری: تنظیم  درجه تعلق داشت. نتیجه ۲/۱نشده با  انگور و تاکستان هرس

دارد و کاهش تراز با انتخاب خود روش  مترهای یادگیری اثری همپارا

 کلمات کلیدی:

 ،یهای اصل تحلیل مؤلفه

 ،توقف زودهنگام

 ،زاویه طیفی

 ،شاخص اعتبارسنجی خوشه
 ،ضریب کاپا

 خطی باندها هم
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ها را حذف  مؤثر بر تفكیک کلاس ابعاد بر پایه سهم واریانس، اطلاعات

اه را های مستعد اشتب شده، کلاس کند. ساختار قرابت طیفی استخراج می

سازد و برای انتخاب باند و طراحی  بندی مشخص می پیش از دسته

 برداری کاربرد دارد. نمونه

 همقدم
ها و  ها تا صدها باند طیفی باریک و پیوسته، امکان تفکیک دقیق پوشش تصاویر ابرطیفی با ثبت بازتاب سطح زمین در ده

اخیر به ابزاری کلیدی در سنجش از دور کشاورزی، پایش  های کنند و به همین دلیل در سال رزی را فراهم میمحصولات کشاو

, olelaabaC be la ,.2121; ebrlaabb lna irAalnabballaAاند ) هسلامت گیاه و تشخیص الگوی کشت تبدیل شد

 curse of) یا نفرین ابعادی (Hughes phenomenon) ی بالا موجب بروز پدیده هیوز(. با این حال، ابعاد طیف2124

dimensionality) بندی  های دسته کارایی روشهای آموزشی،  شود؛ به این معنا که با افزایش تعداد باندها نسبت به تعداد نمونه می

دهد  ش میمیان باندهای مجاور، هزینه محاسباتی را افزای یابد و افزونگی اطلاعات متعارف نخست بهبود و سپس افت می

(sergba ,0900از این .) رو کاهش ابعاد (dimensionality reduction) های اصلی ، اعم از استخراج ویژگی مانند تحلیل مؤلفه 

(principal component analysis, PCA) رود. شمار می یا انتخاب باند، گامی ضروری در پردازش این تصاویر به 

و کارایی، پرکاربردترین روش کاهش ابعاد در دلیل سادگی  های اصلی به لیل مؤلفههای استخراج ویژگی، تح در میان روش

., naaAn be laکار رفته است ) بندهای گوناگون به ای دستهپردازش بر عنوان پیش تصاویر ابرطیفی است و در مطالعات متعدد به

( و ماشین teabaglae be la ,.0900ی )نظیر شبکه عصبی مصنوع های یادگیری ماشین کلاسیک (. در کنار آن، روش2120

عنوان خط  ن بهاند و همچنا بندی تصاویر ابرطیفی بوده ها ستون فقرات دسته ( سالoCaeba lna klnnAV ,0995ان )بردار پشتیب

ی ها های اخیر معماری (. در سالibarlnA lna eaezzCnb ,2114روند ) کار می های یادگیری عمیق به مبنا در برابر معماری

های استاندارد و مرجع  داده بعدی و ترنسفورمرهای بینایی، بر روی مجموعه های عصبی پیچشی سه ویژه شبکه یادگیری عمیق، به

(ebnmgalaVنظیر سا )اند ) درصد دست یافته 99های بالای  لیناس به دقتigala be la ,.2122; uAe be la. ,2123; 

eCeaaAz be la ,.2125سنگین و تنظیم پیچیده نیاز دارند و ها به داده آموزشی فراوان، منابع محاسباتی  روش (. با این حال، این

 تر و تحلیل ساختار طیفی داده همچنان اهمیت کاربردی دارد. ههای ساد تفسیرپذیری کمتری دارند؛ بنابراین درک رفتار روش

ی یادگیری ماشین در تهیه نقشه الگوی کشت از تصاویر ها های استاندارد، کاربرد روش داده در کنار مطالعات مبتنی بر مجموعه

بندهای  طیفی با دسته های طور گسترده گزارش شده است. ترکیب سری زمانی تصاویر و شاخص فی نیز بهای چندطی ماهواره

رفته است  کار ن ساخته و در مناطق کشاورزی ایران نیز با موفقیت بهگروهی، تشخیص محصولات پیش از پایان فصل رشد را ممک

(tlgaleA be la ,.2122همچنین هم .) های نوری و راداری برای تفکیک محصولات در آغاز فصل کشت مؤثر  زایی دادهاف

دهد که چالش اصلی در این کاربردها، شباهت طیفی  (. مرور مطالعات اخیر نشان میklabaC be la ,.2120گزارش شده است )

(؛ موضوعی که در تصاویر ابرطیفی با eCeaaAz be la ,.2125های نزدیک است ) لاسپذیری پایین ک میان محصولات و تفکیک

 کند. زمان ایجاد می اد بالا را همتر و هم دشواری ابع تعداد باند بسیار بیشتر، هم فرصت تفکیک دقیق

حساسیت زیاد کارایی شبکه  های استاندارد کمتر بدان پرداخته شده، داده ای که در بسیاری از مطالعات مبتنی بر مجموعه نکته

بالا است. ها و ضابطه توقف زودهنگام، در فضای با ابعاد  سازی، معماری لایه وزشی، مانند الگوریتم بهینهعصبی به پارامترهای آم

ضوابط مختلفی برای آن پیشنهاد  های عصبی است و شده در یادگیری شبکه ای شناخته انتخاب زمان توقف آموزش، خود مسئله

میانگین -Kناظر نظیر  بندی بدون های خوشه شده، روش بندی نظارت (. همچنین، در کنار دستهtabmgbae ,0990است )شده 

(ilmuebbn ,0900و نگاشت خودسازم )ان ( دهabas-CarlnAzAnr aln ,MOi( )KCgCnbn ,0991می )  توانند بدون
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ها و امکان  پذیری کلاس آشکار کنند و اطلاعاتی درباره تفکیکدار، ساختار قرابت طیفی میان محصولات را  برچسب نیاز به داده

 انتخاب باند ارزشمند است.برداری و  های عملی نمونه ها فراهم آورند؛ موضوعی که برای طراحی سامانه ادغام آن

نخست، بررسی مند از دو جنبه است:  های یادگیری عمیق، بلکه ارائه تحلیلی نظام هدف پژوهش حاضر، نه رقابت با دقت روش

حت سناریوهای مختلف کاهش اثر پارامترهای ساختاری و آموزشی شبکه عصبی مصنوعی و مقایسه آن با ماشین بردار پشتیبان ت

س سالیناس؛ و دوم، استخراج ساختار قرابت طیفی محصولات با ص شانزده کلاس کشت تصویر ابرطیفی آویریابعاد در تشخی

 ده. میانگین و نگاشت خودسازمان-Kبندی  استفاده از دو روش خوشه

مند حساسیت دقت شبکه عصبی به پارامترهای آموزشی،  ر در سه محور است. نخست، تحلیل نظامنوآوری پژوهش حاض

و بدون گزارش اثر آن فرض  داده معمولاً با مقدار پیش ه ضابطه توقف زودهنگام، که در مطالعات پیشین روی این مجموعهویژ به

شرایط شبکه عصبی و ماشین بردار پشتیبان روی هر سه فضای ویژگی و با مجموعه کامل  ت. دوم، مقایسه همکار رفته اس به

سازی ساختار قرابت  آن هر روش در فضای ویژگی متفاوتی سنجیده شود. سوم، کمیّ ای که در جای مقایسه معیارهای ارزیابی، به

بندی و  اه، پیش از دستههای مستعد اشتب ای که کلاس گونه زاویه طیفی، به ناظر و معیار بندی بدون ی محصولات با ترکیب خوشهطیف

های یادگیری عمیق،  قاله نه دستیابی به دقتی بالاتر از روشدار شناسایی شوند. بر این اساس، سهم علمی م بدون نیاز به داده برچسب

 سیک و ساختار طیفی داده است.های کلا ساختن رفتار روش بلکه روشن

 ها و روشمواد 
 چارچوب کلی پژوهش

سازی تصویر ابرطیفی، سه سناریوی ورودی تعریف و  ارائه شده است. پس از آماده 0چارچوب کلی مراحل پژوهش در شکل 

ها  مدلشده، پارامترهای ساختاری و آموزشی  ناظر داده شد. در مسیر نظارت شده و بدون طور موازی به دو مسیر نظارت ناریو بههر س

ناظر، تعداد خوشه بهینه با معیار سیلوئت  در مسیر بدون .نجیده شدمند تنظیم و کارایی با دقت کل بخش آزمون س نظام صورت به

 ریختگی استخراج شد. از ماتریس درهم انتخاب و ساختار قرابت طیفی

 
Figure 1. Overall methodological framework of the study. 
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 ها داده

های کشاورزی آبی ایالات متحده است و  الیفرنیا، یکی از متمرکزترین پهنهستان مونتری ایالت کدرهّ سالیناس در شهر

شود. این درهّ، دشتی آبرفتی و تقریباً مسطح با اقلیم  خوانده می« مریکاکاسه سالاد آ»دلیل تولید گسترده سبزی و صیفی،  به

ود ش سازد. همین الگوی کشت فشرده سبب می را ممکن میول سال ای معتدل است که کشت آبی و چندکشتی در ط مدیترانه

ها را دشوار و تحلیل  ای که تفکیک کلاس ویژگی .قطعات مجاور، محصولات متفاوت اما از نظر طیفی نزدیک داشته باشند

 کند. ابت طیفی را معنادار میقر

نی کامل و منتشرشده برای هر انتخاب این صحنه برای پژوهش حاضر سه دلیل داشت. نخست، وجود نقشه حقیقت زمی

یکی عنوان  سازد. دوم، جایگاه این صحنه به ز به برداشت میدانی ممکن میشانزده کلاس، که ارزیابی کمیّ دقت را بدون نیا

ابرطیفی، که مقایسه مستقیم نتایج پژوهش حاضر با مطالعات بندی  های استاندارد و پرارجاع در ادبیات دسته داده از مجموعه

اهت طیفی زیاد، مانند دو گونه بروکلی و سه نوع زمین آیش، که کند. سوم، وجود چند جفت کلاس با شب را فراهم می پیشین

سازد. بدیهی است که تعمیم کمّی  ش، یعنی تحلیل حساسیت و قرابت طیفی، مناسب میاین صحنه را برای هدف اصلی پژوه

این محدودیت در بخش بحث صریحاً بیان شده  .بر داده محلی است کشاورزی ایران نیازمند تکرار تحلیل نتایج به مناطق

 است.

 ا استفاده شد که توسط سنجنده آویریسدر پژوهش حاضر از تصویر ابرطیفی استاندارد درهّ سالیناس در ایالت کالیفرنی

(AVIRIS)  باند  224ومتر و در نان 2511تا  411ثبت شده است. این سنجنده هوابرد، بازتاب سطح را در گستره طول موج

متر  0/3پیکسل و تفکیک مکانی  200در  502(. صحنه سالیناس دارای ابعاد nabbn be la ,.0990کند ) پیوسته ثبت می

ای رت داده تابش در محل سنجنده منتشر شده است. این تصویر پس از حذف باندهای جذب آب، یعنی باندهصو است و به

دار در شانزده کلاس کشت شامل  پیکسل برچسب 54029باند طیفی مؤثر و  214، دارای 224و باند  000تا  054، 002تا  010

ای و کاهو در مراحل مختلف رشد است. داده و  وفهانواع بروکلی، زمین آیش، کلش، کرفس، انگور، تاکستان، ذرت عل

 naenC abرسی است )ی گروه هوش محاسباتی دانشگاه کشور باسک قابل دستنقشه حقیقت زمینی از پایگاه عموم

anebaArbnmAl oCaneelmACnla ,2120 شایان ذکر است که تاریخ دقیق برداشت این صحنه در مستندات ناشر داده .)

ها،  سها میان کلا دهد. توزیع نامتوازن نمونه ها و تعداد پیکسل هر کلاس را نشان می فهرست کلاس 0ول ثبت نشده است. جد

 های این مسئله است. کسل، یکی از دشواریهزار پی 00تا بیش از  900از 

ش، ترتیب عبارت است از: بروکلی سبز نوع یک، بروکلی سبز نوع دو، زمین آی به 0های جدول  معادل فارسی کلاس

 نشده، خاک تاکستان در حال توسعه، ذرت با آیش با شخم عمیق، آیش با شخم سطحی، کلش، کرفس، انگور هرس

ای،  هفته ای، کاهو رومی هفت هفته ی ششای، کاهو روم هفته ای، کاهو رومی پنج ی چهارهفتههای هرز پیر، کاهو روم علف

اند تا  گذاری ناشر داده حفظ شده انگلیسی در جدول عیناً مطابق نام های نشده و تاکستان با داربست عمودی. نام تاکستان هرس

 یات موضوع حفظ شود.پذیری نتایج به ادب ارجاع

 ی باندهای طیفیخط همبستگی و هم
های اصلی  کارگیری تحلیل مؤلفه خطی میان باندها سنجیده شد تا توجیه کمیّ برای به پیش از کاهش ابعاد، شدت هم

دار محاسبه شد. میانگین قدر  پیکسل برچسب 54029باند، بر روی هر  214س همبستگی پیرسون میان تمامی فراهم شود. ماتری

ها همبستگی بالاتر از  صد از جفتدر 33دست آمد.  به 03/1و میانه آن  05/1باندها  جفتمطلق ضریب همبستگی برای کل 

دهد  رسید، که نشان می 99/1میانگین قدر مطلق همبستگی به  داشتند. برای باندهای مجاور، 95/1درصد بالاتر از  20و  91/1
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شده از مقادیر ویژه  ن، نسبت مشارکت محاسبهکنند. افزون بر ای ات یکسانی حمل میباندهای پیوسته سنجنده عملاً اطلاع

 دو است. بعُد اسمی، ابعاد مؤثر داده تقریباً 214بود. به این معنا که با وجود  0/0ماتریس کوواریانس برابر 

خطی تقریباً کامل برقرار است. مرزهای  ، ماتریس همبستگی ساختاری بلوکی دارد و درون هر بلوک، هم2مطابق شکل 

یاهی در محدوده مرئی، فروسرخ نزدیک و فروسرخ با نواحی جذب آب و با تغییر رژیم بازتاب پوشش گ ها این بلوک

های کاهش ابعاد را پیش  کارگیری روش سازد و به شدید داده را کمیّ میکوتاه منطبق است. این نتایج، افزونگی طیفی  موج

 ند.ک بندی توجیه می از دسته

 

Table 1. Crop classes and the number of labelled pixels in the Salinas AVIRIS hyperspectral image 

(source: Grupo de Inteligencia Computacional, 2021). 
No. Crop class Pixels 
1 Broccoli green weeds 1 2009 
2 Broccoli green weeds 2 3726 
3 Fallow 1976 
4 Fallow rough plough 1394 
5 Fallow smooth 2678 
6 Stubble 3959 
7 Celery 3579 
8 Grapes untrained 11271 
9 Soil vineyard develop 6203 
10 Corn senesced green weeds 3278 
11 Lettuce romaine 4 wk 1068 
12 Lettuce romaine 5 wk 1927 
13 Lettuce romaine 6 wk 916 
14 Lettuce romaine 7 wk 1070 
15 Vineyard untrained 7268 
16 Vineyard vertical trellis 1807 

 

 

 
Figure 2. Absolute Pearson correlation coefficient between the 204 spectral bands of the Salinas 

image. 
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 های اصلی کاهش ابعاد با تحلیل مؤلفه

ند و چرخا ها می ختصات را در جهت بیشینه واریانس دادههای اصلی، تبدیلی خطی است که محورهای م تحلیل مؤلفه

تریس کوواریانس (. در این روش، نخست ماeCaaAssb lna olaAal ,2100سازد ) های حاصل را ناهمبسته می مؤلفه

 μسل و بردار بازتاب طیفی هر پیک xها،  کسلتعداد پی nشود، که در آن  ( محاسبه می0ای بردارهای طیفی مطابق رابطه ) نمونه

 بردار میانگین است.

(1) 
 

 λو  اُم-Vبردار ویژه  lآید، که در آن  دست می ( به2سپس بردارهای ویژه و مقادیر ویژه این ماتریس از حل رابطه )

 مقدار ویژه متناظر با آن است.

(2)  
شود و مبنای  ویژه محاسبه می ( از نسبت مقدار ویژه آن به مجموع مقادیر3سهم هر مؤلفه از واریانس کل، مطابق رابطه )

 کار رفت. در پژوهش حاضر آستانه دو درصد به .گیرد شده قرار می داشته نگه انتخاب تعداد مؤلفه

(3) 
 

 شود. ها محاسبه می عنوان ویژگی ورودی مدل ( به4فه برای هر پیکسل از تصویر مطابق رابطه )قدار هر مؤلدر نهایت، م

(4)  

 
Figure 3. Scree plot and cumulative explained variance of the principal components of the Salinas 

image. 

 9/22دوم  درصد و مؤلفه 4/05دهد. مؤلفه نخست  ا را نشان میه نمودار اسکری و سهم تجمعی واریانس مؤلفه 3شکل 

 3/90مجموع  کنند و این دو در دو درصد عبور می بنابراین تنها دو مؤلفه از آستانه .دهند درصد واریانس کل را توضیح می

کند. اگر ضابطه  یدرصد افت م 3/1درصد و مؤلفه چهارم به  0/0گیرند. سهم مؤلفه سوم به  رصد واریانس را در بر مید

تیابی به درصد سه مؤلفه و دس 99، دستیابی به درصد نیز دو مؤلفه 95انتخاب بر پایه واریانس تجمعی تعریف شود، دستیابی به 

 شده در سناریوی سوم دقیقاً دو است. داشته ترتیب، تعداد مؤلفه نگه درصد شش مؤلفه لازم دارد. بدین 9/99

ای با واریانس اندک  مؤلفه .ها نیست قدرت تفکیک کلاس ه سهم واریانس، لزوماً معادلبا این حال باید توجه داشت ک

و مؤلفه، سناریوی به همین دلیل در پژوهش حاضر، در کنار سناریوی د کننده مهمی باشد. تواند حامل اطلاعات تفکیک می
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رزیابی شد تا اثر خودِ ضابطه کاهش ابعاد بر کارایی ها و سناریوی استفاده از تمامی باندهای اولیه نیز ا داشتن تمامی مؤلفه نگه

دهد که ضابطه مبتنی بر واریانس  نشان می شود، ریو، که در بخش نتایج ارائه میبندی سنجیده شود. مقایسه این سه سنا دسته

 کند. ها را حذف می بخشی از اطلاعات مؤثر بر تفکیک کلاس

های  ب( استفاده از تمامی مؤلفه ،باند طیفی 214ف( استفاده از تمامی بر این اساس، سه سناریوی ورودی تعریف شد: ال

از دو  ( واریانسی بیش3فه اصلی نخست که بر پایه رابطه )های اصلی و پ( استفاده از دو مؤل حاصل از تبدیل تحلیل مؤلفه

ای ویژگی ورودی مشخص در پژوهش حاضر، یک فض« سناریو»گیرند. منظور از  ها را در بر می درصد کل واریانس داده

قل آزمایش بنابراین سناریو، متغیر مست ،شوند یبینند و سنجیده م شده عیناً بر روی آن آموزش می است که هر دو روش نظارت

دادن سه حالت مرزی کاهش ابعاد است: حالت بدون  ته آن است. مبنای انتخاب این سه سناریو نیز پوششو دقت، متغیر وابس

های اصلی( و حالت کاهش شدید بر  باند(، حالت چرخش کامل بدون حذف اطلاعات )تمامی مؤلفه 214کاهش )تمامی 

چه اثری دارد و مقایسه  دهد که خود تبدیل سه سناریوی نخست و دوم نشان میلفه نخست(. مقایپایه ضابطه واریانس )دو مؤ

در تغییر دقت از یکدیگر « حذف»و سهم « تبدیل» ترتیب سهم بدین ،کند ها را جدا می سناریوی دوم و سوم، اثر حذف مؤلفه

 شود. تفکیک می

 شبكه عصبی مصنوعی
چسب ای غیرخطی میان بردار ورودی و بر تشار خطا، رابطهان خور، با آموزش به روش پس شبکه عصبی مصنوعی پیش

ها و عبور  دار ورودی وزن ( از مجموع5(. خروجی هر نرون مطابق رابطه )teabaglae be la ,.0900کند ) کلاس برقرار می

 سازی است. تابع فعال sر بایاس و مقدا eوزن اتصال،  lشود، که در آن  سازی حاصل می آن از تابع فعال

(5) 
 

 های میانی استفاده شد. ( در لایه0پربولیک مطابق رابطه )سازی تانژانت هی در پژوهش حاضر از تابع فعال

(6) 
 

 خروجی شبکه است. yمقدار هدف و  aکه در آن  ( است0عات خطا مطابق رابطه )تابع هدف آموزش، میانگین مرب

(7) 
 
شود که خطای بخش  موزش هنگامی متوقف میضابطه، آدر این  .آموزش با ضابطه توقف زودهنگام کنترل شد

(. برای شبکه tabmgbae ,0990سنجی برای تعداد معینی تکرار متوالی، برابر پارامتر توقف زودهنگام، بهبود نیابد ) صحت

 درصد برای آزمون در نظر گرفته شد. اثر چهار 05سنجی و  درصد برای صحت 05ها برای آموزش،  درصد داده 01عصبی، 

 ،های محاسباتی از یک تا سه لایه گره و تعداد لایه 51تا  2لایه میانی از  های مند بررسی شد: تعداد گره صورت نظام عامل به

, ieaabaشده مزدوج ) بندی نوع الگوریتم آموزش شامل گرادیان مقیاس ،02ا ت 0نگام در محدوده پارامتر توقف زوده

( و slrln lna ibnglr ,0994مارکوارت )-ان با مومنتم تطبیقی، لونبرگ(، کاهش گرادیان ساده، کاهش گرادی0993

معماری شبکه ده بار آموزش داده شد و و مقادیر مختلف مومنتم و نرخ یادگیری. هر  ،(eleeAeA ,0992گامی ) کاهش یک

 ن نتایج گزارش شد تا اثر هر پارامتر از نوسان مقداردهی اولیه تصادفی تفکیک شود.میانگی
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 ن بردار پشتیبانشیما
یابد و با کمک توابع کرنل، جداسازی غیرخطی را در  ها می ای با بیشینه حاشیه میان کلاس ماشین بردار پشتیبان، ابرصفحه

ی تصاویر بند (. کارایی این روش در دستهoCaeba lna klnnAV ,0995سازد ) ویژگی با ابعاد بالاتر ممکن میفضای 

( 0(. تابع تصمیم این روش مطابق رابطه )ibarlnA lna eaezzCnb ,2114تأیید شده است )ابرطیفی در مطالعات متعدد 

 نل است.تابع کر Kبرچسب کلاس و  yضرایب لاگرانژ،  αاست، که در آن 

(8) 
 

پارامتر پهنای کرنل است.  γشود، که در آن  ( تعریف می9کار رفته در پژوهش حاضر مطابق رابطه ) کرنل شعاعی به

 ب داخلی بردارها آزمایش شد.ضر صورت تانژانت هیپربولیک حاصل سیگموئید نیز بهکرنل 

(9)  
سازی با کتابخانه  نتخاب نقاط تصادفی تنظیم و پیادهبندی و ا های شبکه پارامترهای هزینه و پهنای کرنل با روش

uaeMki ( انجام شدoglnr lna uAn ,2100.) 

 بندی های خوشه روش
خوشه تقسیم  K( به 01ای مطابق رابطه ) خوشه سازی مجموع مربعات فاصله درون ینهها را با کم یکسلمیانگین، پ-Kروش 

 (.ilmuebbn ,0900ت )مرکز آن اس μاُم و -Vخوشه  oکند، که در آن  می

(10) 
 

ا حفظ ها است که با یادگیری رقابتی، ساختار توپولوژیک فضای ورودی ر ای از نرون ده، شبکه نگاشت خودسازمان

سمت بردار ورودی  ( به00ن برنده و همسایگان آن مطابق رابطه )(. در هر تکرار، نروKCgCnbn ,0991کند ) می

 تابع همسایگی است. gنرخ یادگیری و  ηشوند، که در آن  روزرسانی می به

(11)  
بندی شدند.  خوشه 00تا  2های  شهها یک بار با تمامی باندها و بار دیگر با دو مؤلفه اصلی نخست، برای تعداد خو داده

 Aپیکسل میانگین فاصله  l( محاسبه شد، که در آن 02ئت مطابق رابطه )برای انتخاب تعداد خوشه بهینه، میانگین ضریب سیلو

ترین خوشه دیگر است؛ مقادیر نزدیک به یک بیانگر  عضای نزدیکمیانگین فاصله آن از ا eاز سایر اعضای خوشه خود و 

 (.tCeaabbel ,0900ها است ) لوب خوشهانسجام مط

(12) 
 

تار قرابت آمده، ساخ دست های به های واقعی در خوشه ریختگی و بررسی توزیع کلاس با استخراج ماتریس درهم سپس

 پذیری محصولات تحلیل شد. طیفی و تفکیک

 ها ها و طرح آزمایش تفكیک داده
مون با نسبت ها، به دو بخش آموزش و آز عنی با حفظ نسبت کلاسای، ی صورت تصادفی لایه دار به های برچسب پیکسل

کنترل ضابطه توقف  سنجی و درصد از بخش آموزش برای صحت 05تقسیم شدند. در آموزش شبکه عصبی،  31به  01

صورت  پیکسل به 02111بخش آموزش زودهنگام کنار گذاشته شد. برای مهار هزینه محاسباتی جستجوی پارامترها، از 
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ها در هر  نخورده نگه داشته شد. تمامی مدل طور کامل و دست ره بهبرداری شد، در حالی که بخش آزمون هموا دفی نمونهتصا

های آزمون سنجیده شدند تا اختلاف نتایج  های آموزش برازش و بر روی عیناً همان پیکسل کسلسناریو بر روی عیناً همان پی

 شود. به فضای ویژگی و نوع روش نسبت داده تنها

تواند به  های مجاور در تصاویر ابرطیفی همبستگی مکانی بالایی دارند، تفکیک کاملاً تصادفی می از آنجا که پیکسل

بینانه دقت بینجامد. برای سنجش این اثر، آزمون تکمیلی با تفکیک مکانی مجزا  ورد خوشنشت اطلاعات مکانی و برآ

نها بر بخش شرقی ش بریده شد، مدل تنها بر بخش غربی آموزش دید و تطراحی شد: تصویر از ستون صد و پنجم به دو بخ

نگیرد. ده کلاسی که در هر دو بخش ای که هیچ پیکسل آزمون در همسایگی هیچ پیکسل آموزش قرار  گونه آزمون شد، به

 سه شده است.ش نتایج با نتیجه تفکیک تصادفی مقایحضور داشتند در این آزمون نگه داشته شدند و نتیجه آن در بخ

صورت عاملی کامل نبود، زیرا فضای ترکیبی تعداد گره، تعداد لایه،  طرح جستجوی پارامترهای شبکه عصبی به

جای آن از  ای دارد. به وقف زودهنگام، نرخ یادگیری و مومنتم هزینه محاسباتی بازدارندهالگوریتم آموزش، پارامتر ت

اده شد و سایر عوامل در شده خود تغییر د هر مرحله یک عامل در بازه تعریفعاملی استفاده شد: در  ای تک جستجوی مرحله

ا مقداردهی اولیه تصادفی متفاوت آموزش داده و مقدار بهینه مرحله پیشین ثابت نگه داشته شدند. هر پیکربندی ده بار ب

ترهای هزینه و پهنای کرنل ماشین ان مقداردهی اولیه تفکیک شود. پاراممیانگین نتایج گزارش شد تا اثر هر عامل از نوس

کن ای و انتخاب نقاط تصادفی تنظیم شدند. این طرح، بازتولیدپذیری نتایج را مم بردار پشتیبان نیز با جستجوی شبکه

 محدودیتی که در بخش بحث بدان اشاره شده است. .کند سازد، هرچند یافتن بهینه سراسری فضای پارامتر را تضمین نمی می

 یابیمعیار ارز

های درست  تعداد پیکسل n( بود، که در آن 03بندی مطابق رابطه ) شده، دقت کل دسته معیار ارزیابی بخش نظارت

شدت  (. با توجه به توزیع بهoCnrlaeCn ,0990های بخش آزمون است ) د کل پیکسلتعدا Nو  Vشده کلاس  بندی دسته

رو  دهند. از این های پرجمعیت آن را تحت تأثیر قرار می ، زیرا کلاستنهایی معیار کافی نیست ، دقت کل بهها نامتوازن کلاس

 شود. در پژوهش حاضر مجموعه کاملی از معیارها گزارش می

(13) 
 

شده نسبت توافق واقعی و  مشاهده nسنجد، که در آن  ( میزان توافق فراتر از تصادف را می04ه )مطابق رابطضریب کاپا 

n انتظاری نسبت توافق مورد ( انتظار در حالت تصادفی استoCnrlaeCn ,0990.) 

(14) 
 

آیند؛ در این  دست می به ریختگی ( از ماتریس درهم00( و )05دقت تولیدکننده و دقت کاربر هر کلاس مطابق روابط )

دقت شده به آن کلاس است.  داده های نسبت ع پیکسلستونی مجمو nو  Vهای واقعی کلاس  سطری مجموع پیکسل nروابط 

شده به  داده های نسبت اند و دقت کاربر، سهم پیکسل های واقعی کلاس که درست شناسایی شده تولیدکننده، سهم پیکسل

 دهد. دارند را نشان می کلاس که واقعاً به آن تعلق

(15) 
 

(16) 
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های  رای کلاس(، میانگین هماهنگ این دو دقت است و معیاری متوازن ب00هر کلاس مطابق رابطه ) F0امتیاز 

 تایج، میانگین ساده این معیارها بر روی شانزده کلاس ارائه شده است.کند. در گزارش ن جمعیت فراهم می کم

(17) 
 

ب سیلوئت، دو شاخص اعتبارسنجی دیگر نیز محاسبه شد تا پایداری تعداد خوشه ر، افزون بر ضریناظ در بخش بدون

ای به فاصله میان مراکز  خوشه (، نسبت پراکندگی درون00مطابق رابطه ) بولدین-انتخابی سنجیده شود. شاخص دیویس

فاصله میان دو مرکز  aو کندگی میانگین خوشه پرا aدر این رابطه  .تر است سنجد و مقادیر کمتر آن مطلوب ها را می خوشه

 (.sliAba lna eCeaaAn ,0909است )

(18) 
 

و مقادیر بیشتر آن  ای است خوشه ای به درون خوشه نسبت پراکندگی میان(، 09هاراباژ مطابق رابطه )-شاخص کالینسکی

 Nتعداد خوشه و  Kای،  خوشه ای و درون شهخو های پراکندگی میان ترتیب ماتریس به Wو  eدر این رابطه  .تر است مطلوب

 (.olaAiaVA lna slalelaz ,0904تعداد نمونه است )

(19) 
 

قل و کمیّ نیز سنجیده شد. زاویه طیفی میان دو بردار طیفی ها، با معیاری مست اختار خوشهادعای قرابت طیفی، افزون بر س

ی، به شدت روشنایی حساس نیست و تنها شکل منحنی بازتاب را شود و برخلاف فاصله اقلیدس ( تعریف می21مطابق رابطه )

(. این معیار میان مراکز طیفی Kaeab be la ,.0993تر آن بیانگر شباهت طیفی بیشتر است ) مقادیر کوچک .کند مقایسه می

 باندی محاسبه شد. 214ده کلاس در فضای کامل شانز

(20) 
 

 نتایج و بحث
 اثر معماری شبكه عصبی

گره در  51ای با  دهد. با استفاده از تمامی باندها، شبکه رین معماری شبکه عصبی را برای هر سناریو نشان میبهت 2جدول 

 0/05گره در سه لایه دقت  21ای با  های اصلی، شبکه های تحلیل مؤلفه با مؤلفه .درصد رسید 2/00زمون یک لایه به دقت آ

، افزایش تعداد 4درصد را حاصل کرد. مطابق شکل  0/09ره در دو لایه دقت گ 21ای با  درصد و با دو مؤلفه نخست، شبکه

های  ق شبکه و دقت یکنوا نیست و در بسیاری موارد شبکهمیان عم دهد، اما رابطه ها تا حدی کارایی را بهبود می گره

 تر عملکرد بهتری داشتند. عمق کم

Table 2. Best artificial neural network architecture in each input scenario (average of ten training 

runs). 
Input scenario Nodes Layers Test accuracy (%) 
All 204 bands 50 1 87.2 

All PCA components 20 3 85.8 
First two principal components 20 2 79.8 
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Figure 4. Effect of the number of hidden nodes and layers on the ANN test accuracy (all-bands scenario). 

 اثر پارامتر توقف زودهنگام
، افزایش این 5شکل  بقچشمگیر پارامتر توقف زودهنگام بر دقت است. مطاهای پژوهش حاضر، تأثیر  ترین یافته یکی از مهم

درصد در  3/91درصد در مقدار یک به  00های اصلی، دقت آزمون را از حدود  های تحلیل مؤلفه ویژه در سناریوی مؤلفه پارامتر، به

شود و تنظیم  حل مطلوب می شبکه به راه دهد که توقف زودهنگام آموزش مانع همگرایی ر هشت رساند. این نتیجه نشان میمقدا

ها نادیده  ای که در بسیاری از پژوهش نکته .واحد درصد در دقت ایجاد کند 24تواند تفاوتی بیش از  تنهایی می صحیح این پارامتر به

 گرفته شده است.

حاسبه شد. دامنه تغییرات دقت آزمون در بازه پارامتر توقف زودهنگام از یک تا های زیر م ارهبرای بیان کمیّ این اثر، آم

واحد درصد، و انحراف  1/23و  4/24، 0/21ترتیب  ها و دو مؤلفه نخست به سناریوی تمامی باندها، تمامی مؤلفه دوازده، برای سه

قادیر یک و دوی این پارامتر، در مقایسه با مقادیر سه تا واحد درصد بود. میانگین دقت در م 40/0و  04/0، 90/5ترتیب  معیار آن به

ای اسپیرمن میان مقدار پارامتر و دقت آزمون،  واحد درصد کمتر بود. ضریب همبستگی رتبه 0/0و  0/9، 1/03ترتیب  دوازده، به

دست آمد،  به 120/1معناداری  با سطح 04/1و برای سناریوی دو مؤلفه  130/1با سطح معناداری  02/1برای سناریوی تمامی باندها 

و غیرمعنادار بود. بنابراین اثر این پارامتر بزرگ است، ولی یکنوا  005/1با سطح معناداری  04/1ها تنها  اما برای سناریوی تمامی مؤلفه

بار  زودهنگام زیان اه ندارد و نقش اصلی آن، پیشگیری از توقفمندی به همر افزایش مقدار آن فراتر از حدود سه، بهبود نظام .نیست

 است.

 اثر الگوریتم آموزش
شده مزدوج و  بندی ارائه شده است. در فضای با ابعاد بالا، الگوریتم گرادیان مقیاس 0های آموزش در شکل  مقایسه الگوریتم

دقت آن به  طور کامل ناکارآمد بود و مارکوارت به-برگگامی بهترین عملکرد را داشتند، در حالی که الگوریتم لون کاهش یک

مارکوارت در مسائل با تعداد پارامتر زیاد -توان در حافظه و هزینه محاسباتی بالای الگوریتم لونبرگ صفر رسید. علت این امر را می

سازی مومنتم برای الگوریتم کاهش  ترند. بهینه گونه مسائل مناسب گامی برای این های مزدوج و یک دانست، در حالی که الگوریتم

سازی، از  است، اما این الگوریتم حتی پس از بهینه 05/1با مومنتم تطبیقی نیز نشان داد که مقدار بهینه مومنتم برابر گرادیان 

 تر عمل کرد. گامی ضعیف های مزدوج و یک الگوریتم
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Figure 5. Effect of the early-stopping patience parameter (Max-Fail) on the ANN test accuracy under 

three input scenarios. 

 
Figure 6. Comparison of the test accuracy of five ANN training algorithms under three input 

scenarios. 

 شرایط شبكه عصبی و ماشین بردار پشتیبان مقایسه هم

ش و آزمون و در هر سه های آموز یکسان، یعنی بر روی همان پیکسل شده در شرایط کاملاً مقایسه دو روش نظارت

تنها  باندی نه 214ارائه شده است. این ارزیابی نشان داد که ماشین بردار پشتیبان در فضای کامل  3فضای ویژگی، در جدول 

درصد و  9/93قت کل پیکسل آموزشی، به د 02111قابل اجرا است، بلکه با زمان آموزش کمتر از بیست ثانیه بر روی 

دست آورد. بر این اساس،  به 910/1درصد و کاپای  0/90سد. شبکه عصبی در همین فضا دقت ر می 932/1ضریب کاپای 

ناکارآمدی ماشین بردار پشتیبان که در تحلیل اولیه مشاهده شده بود، ویژگی ذاتی این روش نیست، بلکه پیامد محدودشدن 

ل بوده است. این نکته در پاسخ به داوری محترم نشدن پارامترهای هزینه و پهنای کرن تنظیمورودی آن به دو مؤلفه اصلی و 

 بازبینی و نتایج آن جایگزین گزارش پیشین شد.

و شبکه  4/03شدت افت کرد: ماشین بردار پشتیبان به  با محدودشدن ورودی به دو مؤلفه نخست، دقت هر دو روش به

ای اصلی، که از نظر ریاضی تنها چرخشی از ه داشتن تمامی مؤلفه توجه آن است که نگه درصد. نکته درخور 0/00عصبی به 

بار است، نه خود تبدیل بلکه حذف  درصد( و آنچه زیان 1/91و  0/92کند ) فضای اولیه است، دقت را تقریباً حفظ می

 داده، کنواست و کاهش ابعاد در این مجموعهترتیب، ترتیب سه سناریو از نظر دقت ی ها بر پایه سهم واریانس است. بدین مؤلفه

 کند. سودی در دقت به همراه ندارد و تنها هزینه محاسباتی را کم می

 .سازد: میانگین معیارهای کلاسی همواره بالاتر از دقت کل است شناختی را آشکار می ای روش مقایسه معیارها نیز نکته

درصد است. علت این  9/93ل درصد در برابر دقت ک 2/90برابر  F0متیاز برای نمونه در سناریوی تمامی باندها، میانگین ا
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ریختگی را با یکدیگر  نشده است که بیشترین درهم نشده و تاکستان هرس تفاوت، وزن زیاد دو کلاس پرجمعیت انگور هرس

شوند. همین تفاوت،  تر با دقت بالا تفکیک می جمعیت های کم کشند، در حالی که کلاس دارند و دقت کل را پایین می

 دهد. های نامتوازن نشان می قت کل و معیارهای کلاسی را در دادهزمان د ضرورت گزارش هم

دهد. دقت کل در این آزمون بالاتر از تفکیک تصادفی است، اما  نتیجه آزمون تفکیک مکانی مجزا را نشان می 4جدول 

یب تنها در یک سوی خط برش حضور داشتند، ترک کننده است: با حذف شش کلاسی که تنهایی گمراه این عدد به

درصد در تفکیک تصادفی به  2/90است که از  F0تر شده است. معیار گویاتر، میانگین امتیاز  های بخش آزمون ساده کلاس

کند و همین الگو برای شبکه عصبی نیز برقرار است. بنابراین همبستگی مکانی  درصد در تفکیک مکانی افت می 4/03

دهد و برآوردهای مبتنی بر تفکیک تصادفی، که رویه  را توضیح می شده های مجاور واقعاً بخشی از دقت گزارش پیکسل

 داده است، باید با احتیاط تفسیر شوند. رایج در ادبیات این مجموعه

 بندی و مبنای انتخاب روش برتر جمع
ایط بودن کامل شر صل استوار بود. نخست، یکسانها و انتخاب روش برتر در پژوهش حاضر بر چهار ا مبنای مقایسه روش

های آزمون سنجیده شدند، تا اختلاف نتایج به خود  های آموزش برازش و بر همان پیکسل ها بر عیناً همان پیکسل ارزیابی. همه مدل

دهد،  ویری کلی میجای اتکا به یک معیار. دقت کل تص روش نسبت داده شود و نه به تفاوت داده. دوم، ارزیابی چندمعیاره به

دهد.  جمعیت را نشان می های کم کارایی متوازن در کلاس F0سنجد و میانگین امتیاز  از تصادف را میضریب کاپا توافق فراتر 

اقبال تلقی نشود.  باره آموزش و گزارش میانگین، تا برتری حاصل یک مقداردهی اولیه خوش سوم، سنجش پایداری با تکرار ده

 رتری در برابر تغییر شیوه تفکیک داده نیز بررسی شود.تحکام با تفکیک مکانی مجزا، تا پایداری بچهارم، آزمون اس

باندی روش برتر این مطالعه است. این روش  214بر پایه این چهار اصل، ماشین بردار پشتیبان با کرنل شعاعی در فضای کامل 

ال باید توجه داشت که مکانی از شبکه عصبی پیشی گرفت. با این ح در هر سه سناریو، در هر چهار معیار و نیز در آزمون تفکیک

واحد درصد است. به بیان دیگر هرچه فضای ویژگی فقیرتر باشد، انتخاب روش  0/0ای، فاصله دو روش تنها  در فضای دو مؤلفه

گذاری بر  شده است: سرمایه کند. این مشاهده، پیام کاربردی اصلی بخش نظارت اهمیت کمتری از انتخاب فضای ویژگی پیدا می

 های کلاسیک دارد. جایی میان روش تنظیم پارامترها بازده بیشتری از جابه کیفیت ورودی و

Table 3. Like-for-like comparison of the ANN and the SVM in the three input scenarios (identical 

training and test pixels; PA, UA and F1 are unweighted class means). 
Input scenario Model OA (%) Kappa PA (%) UA (%) F1 (%) 

All 204 bands SVM-RBF 93.9 0.932 97.1 97.4 97.2 

All 204 bands ANN 91.1 0.901 94.4 95.0 94.6 

All PCA components SVM-RBF 92.7 0.919 95.9 96.4 96.2 

All PCA components ANN 90.0 0.889 93.0 93.5 93.2 

First two components SVM-RBF 83.4 0.815 87.7 87.9 87.4 

First two components ANN 81.8 0.796 84.7 85.3 84.4 

 

Table 4. Effect of a spatially disjoint train-test split on the supervised results (ten classes present on 

both sides of the column cut). 
Model OA (%) Kappa PA (%) UA (%) F1 (%) 

SVM-RBF 97.4 0.966 94.1 82.7 83.4 
ANN 94.6 0.927 92.5 79.3 79.7 
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 بندی و قرابت طیفی تحلیل خوشه
میانگین، -Kدهد. در روش  بندی و در دو فضای ویژگی نشان می میانگین ضریب سیلوئت را برای دو روش خوشه 0شکل 

محاسبه مجدد این  .دست آمد های اصلی به های تحلیل مؤلفه روی مؤلفه 003/1ها در هفت خوشه با سیلوئت  جام خوشهبیشترین انس

دست داد. تفاوت مقدار مطلق  را برای همان تعداد خوشه به 054/1ضریب در بازبینی حاضر، با نمونه تصادفی ده هزار پیکسلی، مقدار 

ده،  دهد، در حالی که در روش نگاشت خودسازمان نمیه ضریب است و تعداد خوشه بهینه را تغییر برداری در محاسب ناشی از شیوه نمونه

بود. نکته درخور توجه آن است که با وجود شانزده کلاس واقعی، معیار سیلوئت تعداد  013/1تعداد خوشه بهینه شش و سیلوئت 

 صولات است.پوشانی و قرابت طیفی میان بسیاری از مح ماین امر بازتاب ه .دهد خوشه بهینه بسیار کمتری را پیشنهاد می

ترین خوشه را تشکیل داد و  ها ساختار قرابت طیفی روشنی را آشکار کرد. کلاس کلش خالص ها در خوشه تحلیل توزیع کلاس

ادغام شدند که های آن در یک خوشه مجزا قرار گرفت. در مقابل، دو گونه بروکلی همواره در یک خوشه  درصد پیکسل 99بیش از 

هاست. همچنین انواع زمین آیش و آیش با شخم سطحی قرابت طیفی زیادی نشان دادند. تفاوت  ی آندهنده شباهت طیفی بالا نشان

درصد از دو  92میانگین این کلاس با بیش از -Kدرخور توجه میان دو روش، در برخورد با کلاس آیش با شخم عمیق بود: در روش 

گونه اطلاعات  سه نوع آیش در یک خوشه قرار گرفتند. این ده هر یک شد، اما در روش نگاشت خودسازمانکلاس آیش دیگر تفک

بینی  برداری زمینی، انتخاب باندهای مؤثر و پیش پذیری طیفی محصولات، برای طراحی راهبرد نمونه درباره قرابت و تفکیک

 م دارد.بندی، ارزش کاربردی مستقی های مستعد اشتباه در دسته کلاس

هاراباژ نیز برای -بولدین و کالینسکی-تخابی، افزون بر ضریب سیلوئت، دو شاخص دیویسبرای سنجش پایداری تعداد خوشه ان

ارائه شده است. شاخص سیلوئت بیشینه خود را در هفت خوشه با  0های دو تا شانزده محاسبه شد و نتیجه آن در شکل  تعداد خوشه

نشان داد. بنابراین دو شاخص مستقل بر  450/1ه با مقدار بولدین کمینه خود را نیز در همان هفت خوش-و شاخص دیویس 054/1مقدار 

طور یکنوا افزایش  هاراباژ رفتاری متفاوت داشت و با افزایش تعداد خوشه تقریباً به-تعداد خوشه بهینه توافق دارند. شاخص کالینسکی

اندازه  ده است، زیرا افزایش تعداد خوشه را بهش اد. این رفتار برای شاخص یادشده شناختهیافت و بیشینه خود را در شانزده خوشه نشان د

برآورد تمایل دارد. توافق دو شاخص نخست بر هفت خوشه، در کنار  های تودرتو به بیش هایی با خوشه کند و در داده کافی جریمه نمی

 شانزده کلاس اسمی آن است.تر از  مراتب ساده طیفی ذاتی این صحنه بهکند که ساختار  واگرایی شاخص سوم، این نتیجه را تأیید می

ها به تابع فاصله و معماری الگوریتم وابسته  بندی نیز آزموده شد، زیرا ساختار خوشه ادعای قرابت طیفی با معیاری مستقل از خوشه

باندی  214مراکز طیفی شانزده کلاس در فضای کامل کند. بدین منظور زاویه طیفی میان  تنهایی شباهت طیفی را اثبات نمی است و به

هشت جفت کلاس با کمترین  5درجه بود. جدول  1/30و بیشینه  0/0درجه، کمینه  0/00ها  محاسبه شد. میانگین آن برای همه جفت

 دهد. زاویه طیفی را نشان می

 4/0زاویه  نشده با نشده و تاکستان هرس فت انگور هرسکنند. ج طور مستقل تأیید می بندی را به این نتایج، استنباط مبتنی بر خوشه

درجه، از  0/2بندی نیز بیشترین خطا را به یکدیگر داشتند، و دو گونه بروکلی با زاویه  ریختگی دسته درجه، که در ماتریس درهم

ترتیب، شباهتی که در  دینها هستند. همچنین سه نوع زمین آیش زوایای کمتر از سه درجه با یکدیگر دارند. ب ترین جفت نزدیک

ها ریشه دارد. نکته درخور توجه  شود صرفاً پیامد انتخاب الگوریتم نیست، بلکه در خود امضای طیفی کلاس دیده میها  ساختار خوشه

 ای شود. یافته آن است که کمترین زاویه طیفی نه میان دو محصول، بلکه میان زمین آیش و خاک تاکستان در حال توسعه دیده می

 شود. بازتاب غالب از خاک لخت ناشی می سازگار با این واقعیت که در هر دو کلاس،

 



333 

 0415، 3. شماره 49عی )مجله علمی کشاورزی( جلد مهندسی زرا
 

 

 
Figure 7. Mean silhouette coefficient versus the number of clusters for the K-means and self-

organizing map methods. 

 

 
Figure 8. Silhouette, Davies-Bouldin and Calinski-Harabasz indices against the number of clusters 

for K-means on the two leading principal components. 

 

Table 5. The eight most spectrally similar class pairs, measured by the spectral angle between class 

centroids in the full 204-band space. 

Class A Class B Spectral angle 

(degrees) 
Fallow Soil vineyard develop 1.11 

Grapes untrained Vineyard untrained 1.43 
Soil vineyard develop Lettuce romaine 4 wk 1.64 

Broccoli green weeds 2 Celery 1.80 
Fallow Lettuce romaine 4 wk 2.04 
Fallow Fallow smooth 2.17 

Lettuce romaine 4 wk Lettuce romaine 5 wk 2.51 
Fallow smooth Soil vineyard develop 2.72 

 

 بحث
های کلاسیک،  شده تصاویر ابرطیفی با روش بندی نظارت های پژوهش حاضر دو پیام اصلی دارد. نخست، در دسته یافته

ز تراز یا بیشتر ا وقف زودهنگام، اهمیتی همسازی و ضابطه ت ویژه الگوریتم بهینه انتخاب و تنظیم پارامترهای آموزشی، به
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های  واحد درصد تغییر داد. این نتیجه با گزارش 24که تنظیم این پارامترها دقت را تا بیش از  چنان .انتخاب خود روش دارد

در این مارکوارت -های عصبی در مسائل با ابعاد بالا همسو است. ناکارآمدی الگوریتم لونبرگ پیشین درباره حساسیت شبکه

سازی ماتریس ژاکوبین است و هزینه  ار است، زیرا این روش نیازمند تشکیل و معکوسپژوهش با ماهیت این الگوریتم سازگ

در مقابل، الگوریتم گرادیان  .(slrln lna ibnglr ,0994یابد ) حافظه آن با مجذور تعداد پارامترها افزایش می

جستجوی خطی طراحی شده است  ئل با تعداد پارامتر زیاد و بدون نیاز بهطور خاص برای مسا شده مزدوج به بندی مقیاس

(ieaaba ,0993و الگوریتم کاهش یک ) هزینه، تعادلی میان سرعت و پایداری برقرار  گامی نیز با تقریب مرتبه دوم کم

های عصبی  برازش شبکه رل بیشهای پیشین در زمینه کنت (. اهمیت ضابطه توقف زودهنگام نیز با یافتهeleeAeA ,0992کند ) می

داده ذاتاً کمتر از تعداد  بندی نشان داد که ساختار طیفی این مجموعه (. دوم، تحلیل خوشهtabmgbae ,0990د )خوانی دار هم

های  همین قرابت، چالش اصلی روش .های اسمی آن است و بسیاری از محصولات امضای طیفی نزدیکی دارند کلاس

گیری از  های یادگیری عمیق است که با بهره وشهای کلاسیک در برابر ر نده دقت متوسط روشکن بندی و توجیه دسته

 igala be la ,.2122; uAe be la ,.2123; eCeaaAz beکنند ) طیفی توأمان بر این محدودیت غلبه می-اطلاعات مکانی

la ,.2125عنوان عامل اصلی  تصاویر چندطیفی نیز به (. شباهت طیفی میان محصولات، در مطالعات تهیه نقشه الگوی کشت با

گیری از سری زمانی تصاویر و  (، و راهکارهایی نظیر بهرهtlgaleA be la ,.2122بندی گزارش شده است ) خطای دسته

ترتیب، رویکرد پژوهش  (. بدینklabaC be la ,.2120های نوری و راداری برای رفع آن پیشنهاد شده است ) افزایی داده هم

ها و ساختار داده تمرکز دارد که برای پژوهشگران حوزه  فهم رفتار روش های پیچیده، بر جای رقابت با دقت روش به حاضر،

 سنجش از دور کشاورزی راهگشا است.

 ارزیابی استاندارد داده های پژوهش حاضر نیز باید در تفسیر نتایج لحاظ شود. نخست، ارزیابی بر یک مجموعه محدودیت

های محلی است. دوم، تنها اطلاعات  ان نیازمند تکرار تحلیل بر دادهتعمیم نتایج به تصاویر مناطق کشاورزی ایرانجام شده و 

صورت  سازی وارد نشده است. سوم، جستجوی پارامترها به ها در مدل کار رفته و اطلاعات مکانی همسایگی پیکسل طیفی به

هرچند آزمون تفکیک  کند. چهارم، ی فضای پارامتر را تضمین نمیعاملی انجام شده و یافتن بهینه سراسر ای تک مرحله

گیرد و ارزیابی کامل استحکام  مکانی مجزا انجام شد، این آزمون تنها ده کلاس مشترک دو سوی خط برش را در بر می

 (.oCnrlaeCn ,0990برداری بلوکی در سراسر صحنه است ) مکانی، نیازمند طراحی نمونه

داشتن  ابعاد سودی در دقت به همراه ندارد. نگه داده، کاهش حاضر آن است که در این مجموعهیافته دیگر پژوهش 

پذیر از فضای اولیه است، دقت را تقریباً بدون تغییر نگه داشت، اما محدودکردن  های اصلی، که تبدیلی وارون تمامی مؤلفه

تبدیل را هایی که اثر مثبت این  ن مشاهده با گزارشورودی به دو مؤلفه نخست دقت را حدود ده واحد درصد کاهش داد. ای

هاست:  ( در تعارض ظاهری است، اما در عمل مکمل آنnaaAn be la ,.2120اند ) در حذف افزونگی و نوفه توصیف کرده

داد نمونه انجامد که تع گونه مسائل عمدتاً محاسباتی است و تنها هنگامی به بهبود دقت می های اصلی در این سود تحلیل مؤلفه

دار،  باشد و پدیده هیوز فعال شود. در صحنه سالیناس با بیش از پنجاه هزار پیکسل برچسبآموزشی نسبت به تعداد باند کم 

بندی و نه تنها سهم واریانس انتخاب  این شرط برقرار نیست. نتیجه کاربردی آن است که تعداد مؤلفه باید بر پایه کارایی دسته

 (.eCaaAssb lna olaAal ,2100شود )

شناختی در بر دارد. در تحلیل اولیه، این روش تنها در فضای دو  پشتیبان نیز درسی روش بازبینی نتایج ماشین بردار

شرایط نشان داد که این  ارزیابی هم .نشده ارزیابی شده بود و نتیجه، ناکارآمدی ظاهری آن بود ای و با پارامترهای تنظیم مؤلفه

های  دهد که در مقایسه روش ن تجربه هشدار میش نیست، بلکه پیامد طراحی آزمایش است. ایناکارآمدی ویژگی رو

یادگیری ماشین، اگر هر روش در فضای ویژگی یا با بودجه تنظیم متفاوتی سنجیده شود، نتیجه مقایسه بیش از آنکه تفاوت 
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یر آمده برای این روش، با مقاد دست درصدی به 9/93دهد. دقت  ها را نشان دهد، تفاوت طراحی آزمایش را بازتاب می روش

 igala beخوانی دارد ) درصد هم 93تا  00های کلاسیک روی همین صحنه در گستره  شده در ادبیات برای روش گزارش

la ,.2122کند. شده دلالت می ( و بر اعتبار پروتکل بازبینی 

 گیری نتیجه
کلاس الگوی شین و ساختار طیفی داده در تشخیص شانزده های کلاسیک یادگیری ما در پژوهش حاضر، رفتار روش

توان در سه گزاره بیان کرد. نخست، در فضای با  بندی کلی پژوهش را می کشت از تصویر ابرطیفی سالیناس بررسی شد. جمع

تنظیم ضابطه  .تراز یا بیشتر از سهم انتخاب خود روش است ابعاد بالا سهم تنظیم پارامترهای یادگیری در دقت نهایی، هم

شده در  جا کرد، در حالی که فاصله دو روش نظارت واحد درصد جابه 24را تا بیش از  تنهایی دقت توقف زودهنگام به

داده به بهبود دقت  بهترین حالت کمتر از سه واحد درصد بود. دوم، کاهش ابعاد بر پایه سهم واریانس در این مجموعه

انتخاب تعداد مؤلفه باید به کارایی صلی در اینجا کاهش هزینه محاسباتی است و های ا ارزش تحلیل مؤلفه .انجامد نمی

شود و نه با شانزده کلاس اسمی، و  بندی گره بخورد. سوم، ساختار طیفی ذاتی این صحنه با هفت خوشه توصیف می دسته

 معیار زاویه طیفی شناسایی کرد. دار، با بندی و بدون داده برچسب توان پیش از هر دسته های مستعد اشتباه را می کلاس

انجامد. نخست،  های تشخیص الگوی کشت می ها به سه توصیه مشخص برای طراحی سامانه اربردی، این یافتهاز دید ک

های  جایی میان روش بندی، بودجه تنظیم پارامترها تعیین و مستند شود، زیرا بازده آن از جابه پیش از انتخاب روش دسته

بندی و نه با آستانه ثابت واریانس انتخاب شود.  با معیار دقت دستهشده  داشته های نگه ست. دوم، تعداد مؤلفهکلاسیک بیشتر ا

برداری زمینی بر همان  فاصله شناسایی و نمونه های کم کلاس سوم، پیش از برداشت میدانی، با تحلیل زاویه طیفی جفت

ی ایران تکرار شود و آینده این چارچوب بر تصاویر مناطق کشاورزهای  شود در پژوهش ها متمرکز شود. پیشنهاد می کلاس

 پوشان سنجیده شود. های هم اثر افزودن اطلاعات مکانی و سری زمانی بر تفکیک کلاس
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