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Abstract 
 

Introduction: Jujube (Ziziphus jujuba Miller) is an economically and nutritionally valuable fruit crop, 

particularly in arid and semi-arid regions. Drying is a critical postharvest operation that extends shelf life, 

facilitates storage and transportation, and increases the commercial value of jujube. However, precise 

determination of the drying status is essential for achieving consistent product quality. Inadequate drying 

may result in excessive residual moisture and reduced storage stability, whereas over-drying can cause 

undesirable changes in product quality and unnecessary energy consumption. Conventional approaches for 

determining drying status, including moisture measurement, weight loss, and visual inspection, are often 

time-consuming, destructive, or dependent on operator expertise. Computer vision combined with deep 

learning offers a rapid and non-destructive alternative for automated assessment of agricultural products. 

Although previous studies have demonstrated the effectiveness of deep learning for jujube maturity grading, 

defect detection, quality classification, and non-destructive evaluation, relatively limited attention has been 

given to the direct classification of jujube drying statuses using RGB images. Therefore, this study aimed to 

develop a dedicated deep convolutional neural network, termed DCNN_Jujube, for automatic classification 

of different drying statuses of Ghaenat jujube kernels and to compare its performance with transfer-learning 

and conventional machine-learning approaches. In this study, drying was performed using a hot-air dryer at 

70 °C with an air velocity of 1 m/s. 

Materials and Methods: A dataset comprising 1,840 images of Ghaenat jujube kernels was established and 

categorized into four drying-status classes: fresh, semi-dried, dried, and excessively dried. The dataset 

consisted of 1,280 training images and 560 validation images, while an independent test set of 160 images 

was used for final performance evaluation. All images were cropped and resized to 512 × 512 pixels. To 

increase training-data variability and mitigate overfitting, augmentation techniques, including flipping, 

cropping, translation, scaling, and rotation, were applied. The proposed DCNN_Jujube architecture was 

specifically designed for the target four-class classification problem. The network comprised ten 

convolutional blocks and two fully connected blocks and incorporated batch normalization, ReLU activation, 

max-pooling, and dropout layers. A Softmax layer was used for final classification. For comparative 

evaluation, two pretrained architectures, InceptionV3 and InceptionResNetV2, were fine-tuned using the 

jujube dataset. In addition, conventional machine-learning methods based on handcrafted HOG and SIFT 

features were evaluated using support vector machine (SVM), k-nearest neighbors (KNN), and logistic 
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regression classifiers. Model performance was evaluated using accuracy, precision, recall, F1-score, 

confusion matrix, and receiver operating characteristic (ROC) analysis. 

Results and Discussion: The proposed DCNN_Jujube achieved the highest classification performance, with 

an overall test accuracy of 97.00%. The corresponding precision, recall, and F1-score were 96.91%, 96.88%, 

and 96.88%, respectively. These results demonstrate the strong capability of the proposed architecture to 

discriminate among the four drying statuses. The fine-tuned transfer-learning models also achieved high 

classification performance. InceptionV3 and InceptionResNetV2 obtained test accuracies of 95.63% and 

96.25%, respectively. Although both pretrained models provided competitive results, their performance was 

slightly lower than that of DCNN_Jujube. This finding suggests that a task-specific architecture can learn 

visual representations more closely associated with the characteristics of jujube drying than general-purpose 

pretrained models. In contrast, the conventional machine-learning approaches based on HOG and SIFT 

features achieved lower classification accuracies, ranging approximately from 85.00% to 92.50%. The lower 

performance of these methods may be related to the limitations of handcrafted features in representing the 

complex and progressive changes in color, texture, shape, shrinkage, and surface appearance that occur 

during drying. In comparison, the proposed convolutional network automatically learned hierarchical and 

discriminative features directly from the images. The confusion matrix demonstrated that the majority of 

samples were correctly assigned to their corresponding drying statuses. Some misclassification between 

adjacent statuses was observed, which is reasonable because drying is a continuous process and the visual 

differences between consecutive statuses may be subtle. The ROC analysis further confirmed the strong 

discriminative capability of DCNN_Jujube. Overall, the findings demonstrate that RGB image-based deep 

learning can provide an effective and relatively simple approach for non-destructive classification of jujube 

drying statuses. 

Conclusion: A dedicated deep convolutional neural network, DCNN_Jujube, was successfully developed for 

the automatic classification of four drying statuses of Ghaenat jujube kernels using RGB images. The 

proposed model achieved a test accuracy of 97.00%, with precision, recall, and F1-score of 96.91%, 96.88%, 

and 96.88%, respectively, and outperformed both fine-tuned transfer-learning models and conventional 

machine-learning approaches based on handcrafted features. The results demonstrate that a task-specific 

deep-learning architecture can effectively extract discriminative visual characteristics associated with 

progressive jujube drying and provide accurate multi-class classification. The proposed RGB-based approach 

has potential as a rapid, non-destructive, and relatively cost-effective tool for drying-status assessment, online 

quality monitoring, and intelligent process control. Further research should evaluate the model using larger 

and more diverse datasets covering different cultivars, drying conditions, illumination environments, and 

imaging configurations, followed by validation under real industrial processing conditions. 
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 هچکید  خچه مقالهتاري

 74/41/5941 دریافت:

 52/40/5941 پذیرش نهایی:

فارورری ساا از برداشاس اساس ر      از مراحال مما    کردن عنااب  خشک

شدن، برای حفظ کیفیس، يکنواختی محصول  تشخیص دقیق مرحله خشک

گیاری   های متدارل مبتنی بر انادازه  اهمیس دارد. ررش بازارسسندی ونر 

بساته باه تبرباه    ، گااه مخارب ر را  بر ی چشمی، زمانرطوبس، رزن يا ارزياب

سعه ر ارزيابی يک سامانه خودکاار ر  ارزياب هستند. هدف اين سژرهش، تو

باا   ،شادن عنااب قااناا     بندی چمار مرحله خشاک  کلاس غیرمخرب برای

درجه ساانتیرراد باا سارعس     ۰۷استفاده از خشک کن هوای داغ در دمای 

صاوير از  ت ۰۴۸۷ن منظاور،  تصارير باود. بادي  بر سايه متر بر ثانیه  يکهوای 

ازحد خشک تمیاه شاد ر    بیشخشک، خشک ر  چمار کلاس عناب تازه، نیمه

های وموزش، اعتبارسنبی ر وزماون، تصاارير باه     سا از تقسی  به مبموعه

هاای افایايش داده متناود شادند.      سیکسل تبديل ر با ررش ۲۰۵×۲۰۵ابعاد 

ر در بلاوک   بلوک کانولوشنی با ده DCNN_Jujube معماری اختصاصی

ر  InceptionV3 دياده  وماوزش   متصل طراحی ر با در معماری سیشکاملاً

InceptionResNetV2  ،که با تنظی  دقیق برای مسئله هدف سازگار شدند

هاای متادارل ياادگیری ماشاین مبتنای بار        مقايسه شاد. همچناین، ررش  

رسایون  ر رگ SVM ،KNN بنادهای  ر طبقاه  SIFT ر HOG های ريژگی

ر رفتناد. نتااين نشاان داد مادل سیشانمادی در      ای مقايسه به کالبستیک بر

ا عملکارد  ها  درصد دسس يافس ر برای کلاس ۷۰ه وزمون به دقس مبموع

کال   F1-scoreمتوازنی اراااه کاردم مقاادير دقاس، صاحس، حساسایس ر      

درصاد گایارش شاد. در     ۷9/۴۴ر  ۷9/۴۴، ۷۰/۷9، ۷۰ترتیب در حادرد   به

ر  ۷۲/9۶ترتیاب   به InceptionResNetV2 ر InceptionV3 مقابل، دقس

درصاد   ۲۷/۷۵تاا   ۴۲لاسیک دقتی حدرد های ک درصد بود ر ررش ۷9/۵۲

هاای   ها برتری رريکرد سیشنمادی در استخراج مستقی  ريژگای  داشتند. يافته

های هوشامند   شدن ر قابلیس ون برای توسعه سامانه مرتبط با مراحل خشک
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 ...برای عمیق عصبی کانولوشن  توسعه مدل شبکهو همکاران:  مومنی

 مقدمه

بیرای ارزییابی ریرمبیرب و    ، پردازش تصویر، یادگیری ماشیین و ییادگیری عمییق    از بینایی ماشیناخیر، استفاده  های در سال

ها امکان استبراج اطلاعاتی مانند رنی،، شیک ،    طور چشمگیری افزایش یافته است. این روش رزی بهبندی محصولات کشاو طبقه

هیای   هیای سینتی و ارزییابی    هیای روش  اری از محیدودیت تواننید بسیی   و میکنند  های سطحی را از تصاویر فراهم می بافت و ویژگی

هیای عصیبی کانولوشینی بیه دلیی  توانیایی ییادگیری خودکیار          هیای نیوین، شیبکه    تور را کاهش دهند. در مییان روش وابسته به اپرا

 ;Fu et al., 2022) انید  کیرده  بنیدی محصیولات کشیاورزی پییدا     ای در ارزیابی و طبقه های پیچیده از تصاویر، جایگاه ویژه ویژگی

Mukhiddinov et al., 2022 .)ترکیی  تصیویربرداری ابرطیفیی و ییادگیری عمییق      انید کیه    ید نشان دادههای جد همچنین، بررسی

 (.Yang et al., 2025) ها و سبزیجات دارد ظرفیت بالایی برای ارزیابی کیفیت و ایمنی میوه

توجیه اسیت. ایین     ی، دارویی و اقتصادی قابی  ری با ارزش رذایمحصولات مهم با یکی از (Ziziphus jujuba Miller) عناب

ارد و فرآوری و نگهداری مناس  آن نقش مهمی در حفظ کیفیت خشک اهمیت زیادی د ویژه در مناطق خشک و نیمه بهمحصول 

هیای پژوهشیی    ور جیام،، پیشیرفت  در ییک میر  ( Liu et al., 2020. لیو و همکاران )کند و افزایش ارزش اقتصادی محصول ایفا می

دارویی بررسیی کردنید    فیزیولوژی، کیفیت، فرآوری و کاربردهای رذایی و های مبتلف تولید، ژنتیک، وط به عناب را از جنبهمرب

 .های نوین برای تولید و فرآوری این محصول تأکید داشتند و بر اهمیت توسعه فناوری

های تصویری و یادگیری عمیق  استفاده از روشلعات مبتلفی با های اخیر مطا البا توجه به اهمیت کنترل کیفیت عناب، در س

داده کوچیک   بندی عیوب عناب در یک مجموعه از یادگیری انتقالی برای طبقه( Ju et al., 2022. جو و همکاران )م شده استانجا

 Ban. بان و همکاران )داشته باشدعملکرد مناسبی  تواند در شرایط محدودیت داده نیز استفاده کردند و نشان دادند که این روش می

et al., 2023 )های کیفی اساسیی عنیاب زمسیتانه را بررسیی کردنید و قابلییت        دگیری عمیق، ویژگینایی ماشین و یانیز با ترکی  بی

 اطلاعات تصویری را برای ارزیابی خودکار کیفیت محصول نشان دادند. 

. محمیود و همکیاران   د توجیه قیرار گرفتیه اسیت    ادگیری عمییق میور  هیای یی   ده از میدل بندی عنیاب نییز اسیتفا    در زمینه درجه

(Mahmood et al., 2024a )ارائیه کردنید و نشیان دادنید کیه       رسییده  بندی عناب یک رویکرد مبتنی بر یادگیری عمیق برای درجه

طالعیه دیگیری،   رفتیه شیوند. در م  بیه کیار گ   عنیاب توانند برای تشبیص خودکار درجات مبتلف  های عصبی کانولوشنی می شبکه

بنیدی عنیاب توسیعه دادنید و عملکیرد آن را بیا        را بیرای درجیه   C-Net میدل ( Mahmood et al., 2024bمحمیود و همکیاران )  

هیای   هیای متناسی  بیا ویژگیی     دهید کیه طراحیی معمیاری     های مبتلف یادگیری عمیق مقایسه کردند. این نتایج نشیان میی   معماری

ژانی، و همکیاران    بندی داشیته باشید. عیلاوه بیر ایین،      های طبقه امانهبهبود عملکرد س اند نقش مهمی درتو اختصاصی محصول می

(Zhang et al., 2024 )  توضیی،، بیه شناسیایی عییوب ظیاهری عنیاب پرداختنید و         با استفاده از بینایی ماشین و یادگیری ماشین قابی

 .وب نشان دادندهای معی ی نمونههای هوشمند تصویری را برای تشبیص و جداساز قابلیت روش

عدم تیوازن   عمیق برای محصولات کشاورزی، محدودیت حجم داده وهای یادگیری  های مهم در توسعه مدل یکی از چالش

بنیدی   اسیتفاده از شیبکه مولید تباصیمی را بیرای درجیه      ( Cang et al., 2023چان، و همکیاران ) هاست. در این زمینه،  بین کلاس

توانید بیه    هیای آموزشیی میی    ادهد. نتایج این مطالعه نشان داد که افزایش تنوع دوازن بررسی کردنداده نامت جموعهکیفیت عناب در م

نشیان دادنید کیه ییادگیری     ( Ju et al., 2022جو و همکیاران )  ای یادگیری عمیق کمک کند. از سوی دیگر،ه بهبود عملکرد مدل

هیای اختصاصیی محیدود اسیت.      کیه حجیم داده  در شرایطی باشد های عمیق  ز مدلتواند راهکاری مناس  برای استفاده ا انتقالی می

توانید در توسیعه    دییده میی   آمیوزش  هیای ازپییش   ای اختصاصیی بیا میدل   هی  زمان از افزایش داده و مقایسیه میدل   استفاده همبنابراین، 

 .اعتماد برای محصولات کشاورزی مؤثر باشد های تصویری قاب  سامانه
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رات توانید تیییی   اشیت عنیاب اسیت و شیرایط ایین فرآینید میی       رآوری پی  از برد تیرین مراحی  فی    هیم کردن یکی از م خشک

تیأثیر  ( Pu et al., 2018پیو و همکیاران )   هیای کیفیی محصیول ایجیاد کنید      ژگیی توجهی در رطوبت، ترکیبیات شییمیایی و وی   قاب 

نشیان دادنید    ب بررسی کردند وکیبات فنولی عناکردن و نگهداری را بر رطوبت، قندها، اسیدهای آمینه آزاد و تر برداشت، خشک

 (Wojdyło et al., 2016وجیلو و همکاران ) کیفی محصول را تحت تأثیر قرار دهند. همچنین،های  توانند ویژگی که این عوام  می

تایج ایین  اکسیدانی و کیفیت حسی عناب خشک بررسی کردند. ن کردن را بر ترکی  شیمیایی، ظرفیت آنتی اثر رقم و روش خشک

 .دهد کردن را برای حفظ کیفیت محصول نشان می رایط خشکت اهمیت کنترل شمطالعا

های داخلی و خارجی عنیاب میورد    های تصویری نیز برای بررسی ویژگی های متداول ارزیابی کیفیت، فناوری در کنار روش

 داخلی میوه عنابی کیفی خارجی و ها زمان ویژگی مامکان تشبیص ه( Xue et al., 2015. ژئو و همکاران )اند استفاده قرار گرفته

توانید بیرای ارزییابی ریرمبیرب      عه نشان داد که اطلاعات طیفیی میی  ابرطیفی بررسی کردند. این مطالرا با استفاده از تصویربرداری 

ابرطیفیی  ی  تصویربرداری با ترک( Tan et al., 2024تان و همکاران ) های مبتلف عناب مورد استفاده قرار گیرد. در ادامه، ویژگی

نتیایج   های مبتلف نگهداری بررسی کردند. خشک را در دورهری عمیق، تشبیص ریرمبرب چندین ویژگی کیفی عناب و یادگی

 .این پژوهش نیز ظرفیت بالای ترکی  تصویربرداری و یادگیری عمیق را برای ارزیابی ریرمبرب کیفیت عناب خشک تأیید کرد

فزایش یافته ز انی شدن های تصویری برای پایش مستقیم فرآیند خشک استفاده از روشه پژوهشگران به های اخیر، توج در سال

بیا هیوای گیرم     شدن با استفاده از تصویربرداری ابرطیفی و یادگیری عمیق، فرآیند خشک( Liu et al., 2025. لیو و همکاران )است

نشیان داد کیه اطلاعیات تصیویری و     تایج این پیژوهش  رزیابی کردند. نعناب را پایش کرده و برخی پارامترهای کیفی محصول را ا

تقیی زاده و همکیاران    مفیید باشید. همچنیین،    شیدن  ای پیایش تییییرات کیفییت عنیاب در طیول فرآینید خشیک       تواند بیر  طیفی می

(Taghinezhad et al., 2023 )  ت گییری رطوبی   نیدازه بینیی و ا  در یک مطالعه مروری، کاربرد تصویربرداری ابرطیفی را بیرای پییش

ی را برای پایش ریرمبرب رطوبیت  ظرفیت این فناوربررسی کردند و  شدن کشاورزی در طول فرآیند خشک محصولات مبتلف

 .نشان دادند

بیا ترکیی  تحلیی     ( Yu et al., 2024. ئیو و همکیاران )  به عنیاب محیدود نیسیت    شدن کاربرد تحلی  تصویر در پایش خشک

نید.  ی کردبررسی  شیدن  تیمار خشیک  ظاهری کیوی را در مرحله پیشارزیابی کیفیت  بینی رطوبت و یشتصویر و یادگیری ماشین، پ

توانند اطلاعیات مفییدی دربیاره وضیعیت رطوبیت و کیفییت ظیاهری         های تصویری می های این پژوهش نشان داد که ویژگی یافته

دهید کیه    میی  شیناختی نشیان   روشتیایج آن از نریر   محصول فراهم کنند. اگرچه محصول مورد مطالعه در این پژوهش کیوی بود، ن

میورد   شدن و برای پایش فرآیند خشکتواند از طریق تحلی  تصاویر شناسایی  رطوبت می تیییرات ظاهری ایجادشده در اثر کاهش

 .استفاده قرار گیرد

ی بیرای  مییق ظرفییت بیالای   دهند که بینایی ماشین، تصویربرداری ابرطیفیی و ییادگیری ع   در مجموع، مطالعات پیشین نشان می

شده بر تشیبیص   های انجام ناب دارند. با این حال، بیشتر پژوهشبندی، تشبیص عیوب و پایش کیفیت ع ریرمبرب، درجهارزیابی 

بینیی رطوبیت ییا پیایش کیفییت در طیول        های داخلی و خیارجی، پییش   و کیفیت، ارزیابی ویژگی عناب رسیدهبندی  عیوب، درجه

 ,Ju et al., 2022; Ban et al., 2023; Cang et al., 2023; Mahmood et al., 2024a) دانی  متمرکز بوده کردن نگهداری و خشک

2024b; Tan et al., 2024; Zhang et al., 2024; Liu et al., 2025 .)       در مقابی ، شناسیایی مسیتقیم و خودکیار مراحی  مبتلیف

لوشنی کمتر میورد توجیه قیرار    شبکه عصبی کانو معماری اختصاصی و با استفاده از یک رنگی شدن عناب بر اساس تصاویر خشک

 .گرفته است
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شدن موج  تیییرات تیدریجی در رنی،، بافیت، شیک ،      ز نرر کاربردی اهمیت دارد؛ زیرا فرآیند خشکپژوهشی ااین خلأ 

ک مراحی  مبتلیف   تواننید اطلاعیات ارزشیمندی بیرای تفکیی      شود و این تیییرات می های سطحی عناب می چروکیدگی و ویژگی

یر هیا را مسیتقیماا از تصیاو    صیی کیه بتوانید ایین ویژگیی     ند. بنابراین، توسعه یک مدل ییادگیری عمییق اختصا  شدن فراهم کن شکخ

ارائه دهید. بیر همیین اسیاس، پیژوهش       شدن اتکا برای پایش فرآیند خشک تواند روشی سری،، ریرمبرب و قاب  استبراج کند، می

ول ییادگیری  هیای متیدا   های مبتنی بر ییادگیری انتقیالی و روش   با مدل عملکرد آنو مقایسه  DCNN_Jujubeحاضر با توسعه مدل 

توانید   شدن عنیاب اسیت. ایین رویکیرد میی      بندی مراح  مبتلف خشک ناسایی و طبقهماشین، به دنبال ارائه روشی خودکار برای ش

 .رآوری عناب باشدهای هوشمند کنترل کیفیت و اتوماسیون ف گامی در جهت توسعه سامانه

 مواد ر ررشما 

متر بیر   یک گراد، با سرعت هوای  درجه سانتی 24در دمای  ای داغخشک کن هودر ها  نمونه کردن خشکدر تحقیق حاضر 

درصد  01تا  21مابین ها در ابتدای فرایند  درصد انجام شد. همچنین، میزان رطوبت نمونه 74 هوای خشک کن ثانیه و رطوبت نسبی

هیا یکسیان در نریر گرفتیه شید تیا        میامی نمونیه  درصد بر پایه تر تعیین شد. این شرایط برای ت 74کمتر از فرایند تر و در پایان  بر پایه

 شدن باشد. های رن،، بافت و شک ، عمدتاا ناشی از مراح  مبتلف خشک شده در ویژگی یرات مشاهدهتیی

عنیوان   شیده بیه   یر تهییه س متفیاوت، تصیاو  ئنیات در چهیار کیلا   های عنیاب قا  آوری تصاویر دانه در این پژوهش، پ  از جم،

مورد استفاده قرار گرفت. مدل شبکه عصبی کانولوشنی عمیق پیشنهادی با ساختار ساده  ،ی شبکه عصبیها های ورودی به مدل داده

رد ومی  InceptionResNetV2و  InceptionV3دیده شیام    آموزش دو مدل پیشبا منرور ارزیابی عملکرد  به Jujube_DCNNبا نام 

های متداول یادگیری ماشین شیام    روشی عمیق با نتایج حاص  از های مبتنی بر یادگیر مقایسه قرار گرفت. همچنین، عملکرد مدل

HOG-SVM ،SIFT-SVM ،HOG-LR ،SIFT-LR ،HOG-KNN و SIFT-KNN .نیز مقایسه شد 

شیده در   بق با مشبصات ارائیه های عناب، مطا ه، از تصاویر دانای جام منرور اجرای این پژوهش، در مرحله نبست مجموعه به

ارائه شده  5شدن در شک   چهار کلاس مبتلف مراح  خشکهای عناب متعلق به  هایی از تصاویر دانه نمونه ، تهیه گردید.5جدول 

بیا توجیه بیه    شدن عناب،  خشک بندی مراح  شده از اداره تحقیقات کشاورزی شهرستان قائنات، طبقه است. بر اساس استعلام انجام

رو، بیا   جیام شیود. ازایین   ای از حداق  دو تا حداکثر چهار کیلاس ان  محدوده تواند در نداردهای صادراتی و توجیه اقتصادی، میاستا

، در پیژوهش  5شدن عناب در جیدول   های مبتلف مراح  خشک شده برای هر یک از کلاس های تعیین توجه به تعاریف و ویژگی

در ایین   .، در نریر گرفتیه شید   شدن عنیاب  ، یعنی چهار کلاس متمایز از مراح  خشکاستفاده ای قاب ه ثر تعداد کلاسحاضر حداک

های ظاهری این مرحله شام  رن، قرمز روشن تا قرمز مای  بیه   جدول، کلاس اول به عناب تازه اختصاص داده شده است. ویژگی

، RGB/HSVوان میانگین رن، در فضیای  ت تصویری نیز میهای  ز نرر شاخصزرد، سط، صاف و براق و اندازه کام  میوه است. ا

کلاس دوم مربوط بیه عنیاب    .های این کلاس در نرر گرفت عنوان ویژگی و مساحت نسبتاا زیاد را به ، بافت یکنواختروشنایی بالا

ر هش جزئیی حجیم ظیاه   ه چروکییدگی و کیا  های اولی کند و نشانه خشک است. در این مرحله، رن، میوه به قرمز تیره تیییر می نیمه

و همچنیین کیاهش    LBP و GLCMهیای   زبری بافت و کنتراست، تیییر در ویژگیی شود. از نرر تصویری، این مرحله با افزایش  می

های ظاهری این مرحلیه شیام  رنی،     کلاس سوم به عناب خشک اختصاص دارد. ویژگی .قطر و مساحت میوه قاب  شناسایی است

بسییار کیم، نیامنرم شیدن     جم میوه است. در تصاویر، این مرحله با روشنایی و کاهش محسوس ح ، چروکیدگی واض،ای تیره قهوه

کلاس چهارم نیز با عنوان عنیاب بییش از حید     .شود ار و کاهش شدید مساحت و میزان گردی مشبص میها، بافت بسیار ناهمو لبه

اه، چروکیدگی شدید، تیییر شیک  و در  سیار تیره تا سیای ب ی رن، قهوهخشک تعریف شده است. در این مرحله، میوه معمولاا دارا
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هیا، بافیت بسییار نیاهموار و      یی بسیار کم، نامنرمی بیشتر لبیه های تصویری، روشنا خوردگی است. از نرر شاخص ترکبرخی موارد 

 .روند های این کلاس به شمار می ترین ویژگی کاهش شدید مساحت و گردی از مهم

گیذاری   سیت و برچسی   گییری نشیده ا   تصویر انیدازه  5294اگانه برای هر یک از صورت جد به میزان رطوبتقیق در این تح

هیای ظیاهری و وضیعیت     کارشناسیان اداره تحقیقیات کشیاورزی و بیا توجیه بیه شیاخص        هیا بیر اسیاس ارزییابی و تشیبیص      نمونه

احی  مبتلیف   ، بیرای توصییف مر  نوان محدوده مرجع به 5شده در جدول  های رطوبتی درج شدن انجام شده است. محدوده خشک

ها،  پوشانی بین کلاس برای کاهش احتمال هم .اند تک تصاویر نبوده گیری مستق  برای تک هاند و مبنای انداز شدن ارائه شده خشک

زان هیای ظیاهری شیام  رنی،، میی      ای از ویژگیی  هیا بیر اسیاس مجموعیه     خشیک و خشیک، نمونیه    ویژه در مرز بین مراحی  نیمیه   به

های دارای وضیعیت   شدند. همچنین نمونه گذاری ات بافتی توسط کارشناسان ارزیابی و برچس اهش حجم و تیییرچروکیدگی، ک

 شبیص نامطمئن از مجموعه داده نهایی حذف شدند.مرزی یا ت
 ها جمع ورری ر سردازش ارلیه داده

شیده از رقیم    ب، فیرآوری شدن عنیا  تلف خشکشده مراح  مب دیبن های استاندارد و طبقه داده، از نمونه منرور تشکی  مجموعه به

صیورت   تصیویر بیه   904شد. از هر یک از چهار کلاس، داره تحقیقات کشاورزی شهرستان قائنات، استفاده عناب قائنات و موجود در ا

بیا هیدف    هیا  تصیادفی نمونیه  داده اولیه به دست آمد. انتباب  تصویر برای تشکی  مجموعه 5294تصادفی انتباب گردید و در مجموع، 

شیده،   یک از تصیاویر تهییه  های عناب انجام گرفت. هر  زتاب تنوع طبیعی دانههای واقعی و با ها به موقعیت ر کردن شرایط دادهت نزدیک

هیا   ای جام، برای انجام تحلی  داده شدن عناب بود و در مجموع، مجموعه بیانگر یک نمونه منفرد از یکی از چهار کلاس مراح  خشک

   مجموعه آمیوزش و مجموعیه اعتبارسینجی تقسییم    داده اصلی به دو ببش شام در ادامه، مجموعه .شد ی موردنرر فراهمها و آزمایش

هیا،   تصویر بود. علاوه بر این، برای ارزیابی نهایی میدل  104تصویر و مجموعه اعتبارسنجی شام   5724گردید. مجموعه آموزش شام  

داره تحقیقیات  بنیدی ایین تصیاویر توسیط متبصصیان ا      تهیه شد. طبقه های عناب ز دانهتصویر ا 504ام  یک مجموعه آزمون مستق  ش

طرفیی   ها برای پژوهشگران افشا نشد تا از حفظ استقلال ارزیابی و بیی  بود، اما کلاس واقعی نمونه کشاورزی شهرستان قائنات انجام شده

یافتیه در پیژوهش حاضیر و     ییق توسیعه  هیای ییادگیری عم   سینجش عملکیرد میدل   نتایج اطمینان حاص  شود. این مجموعه آزمون برای 

صیورت مسیتق  بیا هیدف ارزییابی       انتباب مجموعه داده آزمون بیه های یادگیری ماشین مورد استفاده قرار گرفت.  شهمچنین سایر رو

و  فاده بیرای آمیوزش  هیای میورد اسیت    دههای آزمون از همان مجموعه دا واقعی توانایی تعمیم مدل انجام شده است. در صورتی که داده

ورد بیش از حد عملکرد میدل وجیود   های آموزش و آزمون و در نتیجه، برآ گی بین دادهاعتبارسنجی انتباب شوند، احتمال ایجاد وابست

واجیه نشیده اسیت    ها م هایی تشکی  شده است که مدل در مراح  آموزش و تنریم پارامترها با آن دارد. بنابراین، مجموعه آزمون از داده

 .شود تر به کاربرد واقعی ارزیابی مدل در شرایط نزدیکا عملکرد نهایی ت

هیای شیبکه    از آنجیا کیه الگیوریتم    .ارائه شده است 7های مورد استفاده در این پژوهش در جدول  داده مشبصات کام  مجموعه

افیزار   یافته در محیط نرم ی توسعها استفاده از کدها ب رود به مدلهایی با ابعاد یکسان نیاز دارند، تمامی تصاویر پیش از و عصبی به ورودی

تواند اطلاعیات   طور کلی، افزایش ابعاد تصویر می پیکس  تیییر اندازه داده شدند. به 157 × 157اده شده و به اندازه ثابت پایتون، برش د

حیال،   فیراهم کنید؛ بیااین   بنیدی را   و طبقیه ان بهبیود تشیبیص   های عناب در اختیار مدل قرار داده و در نتیجه، امک بصری بیشتری از دانه

شد. بنابراین، با توجه به نتایج مطالعات مشابه پیشیین و   ج  افزایش حجم محاسبات و زمان پردازش نیز خواهدافزایش اندازه تصاویر مو

ودی تصیاویر  اندازه بهینه ورعنوان  پیکس  به 157 × 157منرور ایجاد توازن میان کیفیت اطلاعات تصویری و هزینه محاسباتی، اندازه  به

پیکسی  بیا حفیظ نسیبت ابعیاد اولییه        157×157در این پژوهش، تیییر ابعاد تصاویر به (. Gill et al., 2022) در این پژوهش انتباب شد

سیبت طیول بیه    هیای هندسیی عنیاب، از تییییر ن     تصویر انجام شد و برای جلوگیری از ایجاد دفرمگی در شک ، چروکیدگی و ویژگیی 

 شدن تا حد امکان حفظ شدند. اح  خشکهای ظاهری و بافتی مرتبط با مر بنابراین، ویژگیجلوگیری گردید. عرض 
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Table (1) Characteristic of different Jujube drying status classes 

 Classes Drying Status 
Moisture 

Content (%) 

(Wet Basis) 

Detectable Appearance Characteristics by 

Image Processing 
Image-Based Indicators 

Class 1 Fresh jujube 65–75% 
Bright red to yellowish-red color, smooth 

and glossy surface, full size 

Mean color (RGB/HSV), high 

brightness, uniform texture, 

large area 

Class 2 Semi-dried 45–65% 
Dark red color, onset of wrinkling, slight 

volume reduction 

Decreased brightness, increased 

texture features, slight 

reduction in area 

Class 3 Dried 20–45% 
Dark brown color, pronounced wrinkling, 

noticeable volume reduction 

Coarse texture, high contrast, 

GLCM and LBP features, 

reduced diameter and area 

Class 4 Over-dried <20% 

Very dark brown to black color, severe 

wrinkling, deformation, and possible 

cracking 

Very low brightness, irregular 

edges, highly heterogeneous 

texture, pronounced reduction 

in area and circularity 

 

 
Table (2) The distribution of the training, validation, and test datasets for the four classes of Jujube 

drying status  

Classes Training samples Validation samples Test samples 
Class 1 320 140 40 
Class 2 320 140 40 
Class 3 320 140 40 
Class 4 320 140 40 

Sum 1280 560 160 

 

هیای افیزایش مصینوعی     ور افیزایش حجیم و تنیوع مجموعیه تصیاویر، از روش     منر ها، به پردازش داده در گام نبستِ پیش

سازی شده و پ  از اعمال تبدیلات موردنرر، تییییر انیدازه    ای آماده صورت دسته استفاده شد. در این مرحله، تصاویر به 5ها داده

بیرازش در فراینید    های آموزشی و کاهش احتمال وقوع پدیده بیش تنوع نمونهفزایش یند، از اجرای این فراتند. هدف اصلی ایاف

سیازی، بیرش، انتقیال،     هیای ورودی، تبیدیلات تصیادفی مبتلفیی از جملیه وارونیه       برای ایجاد تنوع در داده .یادگیری مدل بود

هیای ظیاهری    ی دارای تفیاوت هیای  نیه با نموشود مدل  وج  مید. این عملیات منمایی و چرخش بر روی تصاویر اعمال ش بزرگ

های اولیه کاهش یابد. به این ترتی ، قابلیت تعمیم میدل   های خاص نمونه متنوع مواجه شود و در نتیجه، وابستگی آن به ویژگی

 7 های داده در قال  دسته ده، تصاویر حاص پ  از اجرای عملیات افزایش دا .کند در مواجهه با تصاویر جدید نیز بهبود پیدا می

زمان چندین تصویر را فراهم کرده و ضمن افیزایش سیرعت و کیارایی فراینید      دهی شدند. این روش امکان پردازش هم سازمان

داده در حافریه   کند؛ زیرا در این حالت، نییازی بیه بارگیذاری کی  مجموعیه      آموزش، مصرف حافره سیستم را نیز مدیریت می

 .د نداردزمان وجو ورت همص به

پیکس   157 × 157اندازه برای مدل، ابعاد تمامی تصاویر موجود در هر دسته به  های هم ورودی ، برای ایجاددر مرحله بعد

منرور استانداردسازی مقادیر ورودی و فراهم کردن شرایط مناسی  بیرای آمیوزش پاییدار و میؤثر       تیییر داده شد. در نهایت، به

 [4-5]قرار داشتند، بیه بیازه   [ 4-711] ی ها که در بازه ر اولیه پیکس مقادی منرور،جام گرفت. بدین سازی ان ت نرمالشبکه، عملیا

 .بندی شدند تبدی  و مقیاس
 

                                                           

1- Data Augmentation 

2- Batch 
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Class 4                                  Class 3                                Class 2                                Class 1 

Figure (1) Samples of Jujube kernels in four classes of Jujube drying statuses 

 
 Jujube_DCNNمدل سیشنمادی 

های عناب، یک معماری جدیید مبتنیی بیر شیبکه عصیبی کانولوشینی        شدن دانه بندی مراح  مبتلف خشک منرور طبقه به

. در ایین میدل، تصیاویر    ده اسیت رائیه شی  ا 7ر آن در شک  ازی شد که ساختاس طراحی و پیاده  Jujube_DCNNعمیق با عنوان 

عنوان ورودی شبکه در نریر گرفتیه شیدند. میدل      پیکس  به 157 × 157سازی ابعاد، با اندازه ثابت  های عناب پ  از یکسان دانه

و در  TensorFlowنیی بیر چیارچوب    مبت Kerasو کتاببانیه ییادگیری عمییق     Pythonنویسی  پیشنهادی با استفاده از زبان برنامه

 .ارائه شده است 3در جدول  Jujube_DCNN توسعه داده شد. جزئیات معماری شبکه Google Colabمحیط 

تشیکی  شیده    (F.C. Blocks) بلوک کاملاا متصی   7و  (Conv. Blocks) بلوک کانولوشنی 54ساختار کلی این شبکه از 

سیازی   شین، ییک لاییه نرمیال    کانولولاییه   نولوشنی شام  ییک های کا از بلوک جز بلوک کانولوشنی نبست، هر یک است. به

است. بلوک کانولوشنی اول از این ساختار مستثنی بوده و  7و یک لایه تجمی، حداکثری  ReLUسازی  ، یک لایه فعال5ای دسته

 .است ReLU سازی ای و یک لایه فعال سازی دسته تنها شام  یک لایه کانولوشن، یک لایه نرمال

های اول  ها متناس  با عمق شبکه تیییر داده شده است. به این ترتی ، در بلوکابعاد فیلتری، تعداد و ی کانولوشنها در لایه

فیلتیر بیا    09های پنجم و ششم،  ، در بلوک3×  3فیلتر با اندازه  37های سوم و چهارم،  ، در بلوک1×  1فیلتر با اندازه  50و دوم، 

 3فیلتر با اندازه  547های نهم و دهم،  و در نهایت، در بلوک 3×  3ندازه فیلتر با ا 572هشتم،  های هفتم و بلوک، در 3×  3اندازه 

نمیایش   3کنید، در شیک     هایی که شبکه در نبستین بلوک کانولوشنی استبراج و یادگیری میی  به کار گرفته شد. ویژگی 3× 

 .اند داده شده

استفاده شد و در ادامیه ابعیاد   تجمی، حداکثری ه از لایتر،  طلاعات مهمژگی و استبراج اهای وی منرور کاهش ابعاد نقشه به

هیای   شیده توسیط لاییه    های اسیتبراج  منرور یادگیری روابط و ترکی  ویژگی کاهش یافت. سپ ، به 7 × 7ماتری  ویژگی به 

 547بیا   Fully Connected ام  ییک لاییه  کانولوشنی، از دو بلوک کاملاا متص  استفاده شد. نبستین بلیوک کیاملاا متصی  شی    

اسیت. بلیوک کیاملاا متصی  نهیایی از       Dropoutو یک لایه  ReLUسازی  ، یک لایه فعالای سازی دسته نرمالرون، یک لایه ون

شیدن عنیاب اسیت. در انتهیای ایین       نورون تشکی  شده است که تعداد آن متناظر با چهار کیلاس مراحی  خشیک    9یک لایه با 

 .ها مورد استفاده قرار گرفت ل مربوط به کلاسبکه به توزی، احتمابرای تبدی  خروجی ش Softmaxسازی  فعالبلوک، تاب، 

استفاده شده است. این تاب، با انتقال مقادیر مثبت ورودی و  ReLUسازی  از تاب، فعال Jujube_DCNN در سراسر معماری

کنید.   میی ن کمیک  گرادییا مشیک  ناپدیدشیدن   کرده و بیه کیاهش   حذف مقادیر منفی، امکان یادگیری مؤثرتر شبکه را فراهم 

3دوره 14های کانولوشنی به کار گرفته شدند. شبکه طی  در ساختار بلوک ای سازی دسته نرمالهای  همچنین، لایه
آموزش داده  

بیشتر  تسری، و پایداریتواند تیییرپذیری متییرهای داخلی شبکه را کاهش داده و موج   می ای سازی دسته نرمالاز شد. استفاده 

                                                           

1- Batch Normalization 

2 - MaxPooling 

3 - Epoch 
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سیازی   نرمال در ساختار مورد استفاده در این پژوهش، لایه  .(Alom, et al., 2020) ی عصبی عمیق شودها بکهموزش شفرایند آ

 .قرار گرفت ReLU سازی در فاصله بین لایه کانولوشن و تاب، فعال ای دسته

طیول   هیا در  نیورون  تصیادفی ببشیی از   این روش با حذف نیز استفاده شد. Dropoutبرازش، از تکنیک  برای کنترل بیش

تواند از وابستگی بیش از حد مدل  فرایند آموزش، امکان ایجاد ترکیبی از ساختارهای مبتلف شبکه عصبی را فراهم کرده و می

برابر  Dropout در مدل حاضر، مقدار نرخ  .(Vidyarthi, et al., 2021) های آموزشی جلوگیری کند های خاص داده به ویژگی

اسیتفاده   4/4443برابر با  (lr) با نرخ یادگیری Adamپارامترهای شبکه نیز از الگوریتم سازی  برای بهینه در نرر گرفته شد. 4/7 با

هیای خیاص و    بیا هیدف کیاهش وابسیتگی بییش از حید میدل بیه نیورون          Dense های پ  از لایه 4/7برابر  Dropoutنرخ  شد.

هیا، تیوازن    ای مبتلف بررسی و در فرایند تقسیم دادهه کلاسها در  ن، توزی، نمونهنتباب شد. همچنیبرازش ا جلوگیری از بیش

ها مدنرر قرار گرفت. روند دقت و خطای آموزش و اعتبارسنجی نیز در طول آموزش بررسی شد و نتیایج نشیان داد کیه     کلاس

  عملکیرد مناسی  دسیتیابی بیه   ات با هدف این تنریم است. برازش به عملکرد مناسبی دست یافته توجه بیش مدل بدون بروز قاب 

 .مدل و جلوگیری از همگرایی زودهنگام انتباب شدند

های مشابه  کاررفته در پژوهش سازی و سایر پارامترهای معماری شبکه با الهام از ساختارهای به ها، نوع تواب، فعال تعداد لایه

ردیدنید. بیه ایین ترتیی ، معمیاری      تباب گخطا انز رویکرد سعی و یز با استفاده اتعیین شدند و مقادیر نهایی پارامترهای شبکه ن

بر اساس ترکیبی از تجربییات حاصی  از مطالعیات پیشیین و ارزییابی تجربیی تنریمیات مبتلیف شیک            Jujube_DCNN نهایی

 .گرفت

اشیین، از سیه   تیداول ییادگیری م  های م منرور مقایسه عملکرد روش یادگیری عمیق با الگوریتم در کنار مدل پیشنهادی، به

5و رگرسیون لجستیک K (KNN) ترین همسایه ، نزدیک(SVM) بردار پشتیبانماشین وریتم الگ
ها  نیز استفاده شد. این الگوریتم 

با نتایج حاص  از ایین    Jujube_DCNN روند. بنابراین، عملکرد مدل ها به شمار می بندی داده های رایج در مسائ  طبقه از روش

 104تصویر آموزشی و  5724داده شام   وط به این ببش بر روی مجموعهای مربه مایشهد شد. تمامی آزروش مقایسه خوا سه

 .تصویر اعتبارسنجی انجام گرفت
 های يادگیری انتقالی مدل

هیای   گییری از میدل   یکی از رویکردهیای کیاربردی در حیوزه ییادگیری عمییق اسیت کیه امکیان بهیره          7یادگیری انتقالی

انید و در طیی    های بزرگ آمیوزش داده شیده   داده معمولاا با استفاده از مجموعه ها مدل. این کند را فراهم میدیده  آموزش پیشاز

جیای آمیوزش    اند. در این رویکرد، به های مهم و معنادار را به دست آورده فرایند آموزش، توانایی استبراج و شناسایی ویژگی

جدید منتق  شده و برای انجام وظیفه موردنرر  مسئله لیه بهشده از مدل او ههای آموخت ویژگیکام  یک شبکه از ابتدا، دانش و 

هیای   دییده بیا ویژگیی    آموزش با انجام تنریمات مناس  و تطبیق تدریجی مدل پیش .گیرد در حوزه هدف مورد استفاده قرار می

ری، کرد و را تس ادگیریتوان فرایند ی یاولیه دارند، م داده های حوزه هدف، که معمولاا حجم محدودتری نسبت به مجموعه داده

هیای آموزشیی کیافی در     در عین حال، دقت و پایداری عملکرد مدل را بهبود ببشید. اهمییت ایین روش در شیرایطی کیه داده    

بهتیر   شیده در مرحلیه آمیوزش اولییه بیرای اسیتبراج       توانید از دانیش کسی     شود؛ زیرا مدل می دسترس نیست، بیشتر نمایان می

 .مسئله جدید استفاده کندبط با ای مرتو یادگیری الگوهها  ویژگی

                                                           

1 - Logistic Regression 

2  Transfer Learning 
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عنیوان راهکیاری مناسی  بیرای کیاهش       تواند بیه  های محدود، یادگیری انتقالی می داده رو، در مسائ  دارای مجموعه ازاین

ور منری  حاضر نیز بهاساس، در پژوهش اعتمادتر مورد استفاده قرار گیرد. بر همین  و دستیابی به عملکرد قاب  5برازش احتمال بیش

هییای عصییبی کانولوشیینی، شییام   هییای عنییاب، از دو معمییاری پیشییرفته شییبکه شییدن دانییه مراحیی  مبتلییف خشییک بنییدی هطبقیی

InceptionV3  وInceptionResNetV2استفاده شد ، (Alom, et al., 2020). 

 

 
Table (3) Jujube_DCNN model architecture  

Block Operational layers Filters # 
Filter 

size Activation Parameters 

 

 لایه ورودی
Input layer 

  512 × 512 × 3  

Conv. 
Block 1 

Conv* layer 
16 5× 5 512 × 512 × 16 1216 

BN layer + Relu 
Conv. 

Block 2 
Conv layer 

16 5× 5 512 × 512 × 16 6416 
BN layer + Relu + Maxpooling 

 Conv. 
Block 3 

Conv layer 
32 3× 3 256 × 256 × 16 4640 

BN layer + Relu + Maxpooling 

 Conv. 
Block 4 

Conv layer 
32 3× 3 128 × 128 × 32 9248 

BN layer + Relu + Maxpooling 

 Conv. 
Block 5 

Conv layer 
64 3× 3 64 × 64 × 64 18 496 

BN layer + Relu + Maxpooling 

 Conv. 
Block 6 

Conv layer 
64 3× 3 32 × 32 × 64 36 928 

BN layer + Relu + Maxpooling 

 Conv. 
Block 7 

Conv layer 
128 3× 3 16 × 16 × 128 73 856 

BN layer + Relu + Maxpooling 

 Conv. 
Block 8 

Conv layer 
128 3× 3 8 × 8 × 128 147 584 

BN layer + Relu + Maxpooling 

 Conv. 
Block 9 

Conv layer 
192 3× 3 4 × 4 × 192 147 584 

BN layer + Relu + Maxpooling 

 Conv. 
Block 10 

Conv layer 
192 3× 3 2 × 2 × 192 221 376 

BN layer + Relu + Maxpooling 

 F.C. 
Block 1 

Dense layer 
  1 × 1 × 192 37 056 

BN layer + Relu + Dropout layer 

 F.C. 
Block 2 

Dense layer + Softmax layer 
  1 × 1 × 4 772 

 
* vnoC ،کانولوشن :NBای،  سازی دسته : نرمالF.C.. کاملاا متص : 

 

 

                                                           

1- Overfitting 
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Figure(2) Jujube_DCNN model architecture 
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 ,.Fei-Fei, et al) انید  آمیوزش داده شیده   ImageNetداده بیزرگ   با استفاده از مجموعیه  ،دو معماری مذکور پیش از این

های عمومی و بنیادی موجود در تصاویر را دارا هسیتند. در   ای از ویژگی هو به همین دلی ، قابلیت استبراج طیف گسترد( 2009

هستند و  Softmaxهای کاملاا متص  و لایه خروجی  که عموماا شام  لایه ،های انتهایی شبکه ها، لایه کارگیری این مدل فرایند به

هیای   این کار امکان استفاده مجدد از ویژگیی  اند، از ساختار اصلی حذف شدند. بندی اولیه طراحی شده کلاسمتناس  با مسئله 

بنیدی جدیید را    کیلاس های ابتدایی و میانی شبکه را فراهم کرده و شرایط لازم برای تطبیق میدل بیا مسیئله     شده در لایه آموخته

ای که مدل با  هداد های مجموعه های انتهایی معمولاا بر اساس نوع وظیفه و ویژگی های عصبی عمیق، لایه در شبکه .کند ایجاد می

هیای مربیوط بیه     شیده بیه برچسی     هیای اسیتبراج   ها تبدی  ویژگیی  شوند و وظیفه اصلی آن آن آموزش دیده است، طراحی می

بندی شبکه متناس  با مسیئله   کلاسکند که ببش  ها این امکان را فراهم می های خروجی است. بنابراین، حذف این لایه کلاس

بنیدی   های میؤثر در طبقیه   های هدف، از جمله ویژگی تر مرتبط با داده های تبصصی د ویژگیجدید بازطراحی شود و مدل بتوان

و  InceptionV3دییده   آمیوزش  هیای پییش   در پیژوهش حاضیر، از نسیبه    .هیای عنیاب، را ییاد بگییرد     شیدن دانیه   مراح  خشک

InceptionResNetV2  موجود در کتاببانهKeras های  ری انتقالی و انتقال ببشی از وزنکارگیری رویکرد یادگی استفاده شد. به

منیدی از   ها ضمن بهیره  ، این امکان را فراهم کرد که مدلImageNetداده  دیده این دو معماری بر مبنای مجموعه آموزش پیش از

داده مربیوط بیه    ها و الگوهای خاص موجیود در مجموعیه   ای گسترده از تصاویر، با ویژگی شده از مجموعه دانش عمومی کس 

 .شدن عناب نیز سازگار شوند راح  خشکم
 با تنظیما  دقیق  V3nIitpecnIمدل 

میلییون تصیویر در    59  حیدود  شیام  ImageNetداده  تر با استفاده از مجموعه که پیش InceptionV3در این مطالعه، مدل 

کننده ویژگیی   عنوان یک استبراج و صرفاا به 5کلاس آموزش داده شده بود، در مرحله نبست بدون انجام تنریمات دقیق 5444

در سیاختار ایین میدل،     .ارائه شده است 9در شک   InceptionV3 به کار گرفته شد. فرایند و مراح  مربوط به تنریم دقیق مدل

شده از شیبکه انتبیاب شید. از آنجیا کیه       های استبراج عنوان ویژگی ، بهFlatten، پیش از اعمال عملیات mixed7 خروجی لایه

طراحی شده بودند، این ببش از  ImageNet داده های مجموعه های کاملاا متص  موجود در معماری اولیه متناس  با کلاس لایه

 .شدن عناب به مدل افزوده شد بندی مراح  خشک تناس  با مسئله طبقهجای آن، دو بلوک کاملاا متص  م شبکه حذف شد و به

 ReLUسیازی   ای، تاب، فعال سازی دسته نورون، یک لایه نرمال 5479با  Denseبلوک کاملاا متص  نبست شام  یک لایه 

سیازی   ی و تیاب، فعیال  چهیار نیورون   Denseبود. بلوک کاملاا متص  دوم نیز از یک لایه  7/4با نرخ حذف  Dropoutو یک لایه 

Softmax نشیان   9گونیه کیه در شیک      همان .شدن عناب است تشکی  شد که خروجی آن متناظر با چهار کلاس مراح  خشک

دییده شیبکه ثابیت نگیه      آموزش داده شده است، فرایند آموزش مدل طی دو مرحله انجام گرفت. در مرحله نبست، ببش پیش

از حالت  mixed7های مربوط به ماژول  ص  جدید آموزش داده شدند. در مرحله دوم، لایههای کاملاا مت داشته شد و تنها بلوک

داده جدیید   انجماد خارج شدند و با انجام تنریم دقیق، پارامترهای این ببیش از شیبکه نییز بیرای سیازگاری بیشیتر بیا مجموعیه        

انجام شد. انتبیاب ایین    37و اندازه دسته  44443/4 دوره، با نرخ یادگیری 14آموزش مدل در مجموع طی  .روزرسانی شدند به

 .پارامترها با هدف ایجاد توازن مناس  میان سرعت همگرایی فرایند آموزش و دستیابی به دقت مطلوب مدل صورت گرفت

 

 

                                                           

1 - Fine-tuning 
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Figure (3) Features learned by the first convolution block with 16 convolutional kernels of size 5×5×16  

 

 

 
Figure (4) Fine-tuning InceptionV3 

 
 قیدق  یبا تنظ InceptionResNetV2 یبیمدل ترک

 5و اتصالات باقیمانیده  Inceptionهای  ای مبتنی بر بلوک ترکی  ساختارهای چندشاخهاز  InceptionResNetV2معماری 

هیای تصیویری،    دهد ضیمن اسیتبراج میؤثر ویژگیی     زمان از این دو ساختار به شبکه امکان می گیری هم شک  گرفته است. بهره

بنیدی چهیار کیلاس     منریور طبقیه   عماری بهفرایند آموزش شبکه عمیق را با کارایی بیشتری انجام دهد. در پژوهش حاضر، این م

شیده در   مطیابق فراینید ارائیه    .مورد استفاده قرار گرفت شدن عناب و با استفاده از رویکرد تنریم دقیق مبتلف از مراح  خشک

ثابیت نگیه    InceptionResNetV2های شبکه پایه  ، آموزش مدل طی دو مرحله انجام شد. در مرحله نبست، تمامی لایه1شک  

                                                           

1- Residual Connections 
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و  Poolingجدید جایگزین گردید. این ببش جدید شام  یک لاییه   Headبندی انتهایی مدل با یک  ته شدند و ببش طبقهداش

نیورون اسیتفاده    572و  157بیا   Denseهیای   ترتی  از لایه های کاملاا متص  اول و دوم، به سه بلوک کاملاا متص  بود. در بلوک

 ReLUسیازی   و یک لاییه فعیال   7/4با نرخ حذف  Dropout، شام  یک لایه Dense ها علاوه بر لایه شد. هر یک از این بلوک

 .بود

نیورون و تیاب،    9بیا   Denseبندی پژوهش طراحی شد و شیام  ییک لاییه     بلوک کاملاا متص  نهایی متناس  با مسئله طبقه

شیدن عنیاب را    راحی  خشیک  بود. خروجی این ببش، احتمال تعلق هر تصویر به یکی از چهیار کیلاس م   Softmaxسازی  فعال

در مرحله دوم،  .صورت تصادفی مقداردهی اولیه شدند جدید نیز در ابتدای فرایند به Head های مربوط به کرد. وزن مشبص می

از حالت انجماد خارج شد و آموزش مشترک  InceptionResNetV2های شبکه پایه  ، ببشی از لایهHead پ  از آموزش اولیه

هیای مربیوط بیه مسیئله      های شبکه پایه نیز بیا اسیتفاده از داده   جدید انجام گرفت. در این مرحله، وزن Head ها به همراه این لایه

 مدلدر  .شدن عناب سازگار شوند شده با الگوهای اختصاصی تصاویر مراح  خشک های استبراج جدید تنریم شدند تا ویژگی

InceptionResNetV2دیده آموزش های پایه شبکه پیش ، لایه Freeze بنیدی  های ببش طبقه شدند و تنها لایه (Head Model) 

 Global بعیدی لاییه  5130نورون آمیوزش داده شیدند. بیا توجیه بیه خروجیی        9و  572، 157ترتی   با به Dense شام  سه لایه

Average Poolingپارامتر محاسبه شد. 213579ب  آموزش برابر با ، تعداد ک  پارامترهای قا 

 دوره 14ها در مجموع طیی   انجام گرفت. آزمایش 44443/4و نرخ یادگیری  Adamساز  فرایند آموزش با استفاده از بهینه

راینید  منرور دستیابی به عملکرد مناسی  میدل و ایجیاد شیرایط مطلیوب بیرای ف       اجرا شدند. این تنریمات به 37و با اندازه دسته 

 .یادگیری و تنریم دقیق شبکه انتباب شدند

 

 
Figure (5) The pre-trained InceptionResnetV2 model with fine-tuning for classification of Jujube 

drying status classe 
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 ها  مدل عملکرد های ارزيابیمعیار

، (7 هطی راب) 7، صیحت (5 هطی راب) 5ای همچیون دقیت   وییژه  از معیارهیای  فهیای مبتلی   برای مقایسه و ارزیابی عملکرد مدل

د رج کی اسیتبرا  ارتشیاش  ماتری توان از  ین معیارها را می. اشود استفاده می( 9 هطراب) F1-scoreمعیار و  (3 هطراب) 3حساسیت

(Grandini, et al., 2020) .یمثبت واقع ریمقاد (TPمنف ،)یواقع ی (TN( مثبت کاذب ،)FPو منف )ی ( کاذبFNبرا )محاسبه  ی

 مورد استفاده قرار گرفتند. یعملکرد یارهایمع نیا

(5 )            

(7 )             

(3 )           

(9 )         

 

صیورت جداگانیه و بیا رویکیرد      برای هر کلاس به F1-score و Precision ،Recallهای  برای مسئله چهارکلاسه، شاخص

One-vs-Rest های سه کلاس دیگیر   عنوان مثبت و نمونه به کلاس موردنرر به های متعلق شوند. در این حالت، نمونه محاسبه می

از هیا   محاسبه شده و سیپ  شیاخص   FN و TP ،TN ،FPشوند. بنابراین برای هر کلاس، مقادیر  عنوان منفی در نرر گرفته می به

 Microو  Macroگییری   سپ  برای ارائه یک معیار کلی در مسیئله چهارکلاسیه، از مییانگین   . آیند به دست می 9و  3، 7روابط 

، ابتدا شاخص موردنرر برای هر چهیار کیلاس محاسیبه شیده و سیپ  مییانگین       Macro-Averagingشود. در روش  استفاده می

مربوط به هر چهار کلاس ابتدا با یکدیگر جم،  FN و TP ،FP ، مقادیرMicro-Averagingدر مقاب ، در . شود می محاسبهها  آن

شیدن عنیاب    شیود عملکیرد میدل در هیر چهیار مرحلیه خشیک        این روش باعی  میی  . شوند ه میها محاسب شده و سپ  شاخص

 .ها نیز در تفسیر نتایج قاب  بررسی باشد های کلاس صورت جام، ارزیابی شود و تأثیر نامتوازن بودن احتمالی تعداد نمونه به

 نتاين ر بحث
 Jujube_DCNNهای  نتاين وزمايش

انجام گرفیت.   Google Colabدر محیط  T4 GPUبا استفاده از پردازنده گرافیکی  Jujube_DCNNفرایند آموزش مدل 

انتشار در حین آموزش، الگوریتم  ها و پارامترهای شبکه و همچنین کاهش خطای حاص  از فرایند پ  منرور تنریم بهینه وزن به

در نرر گرفته  دوره 14های آموزش نیز برابر با  همورد استفاده قرار گرفت. تعداد دور 44443/4با نرخ یادگیری  Adamساز  بهینه

عنوان تاب، هزینیه انتبیاب    به 9شدن عناب، تاب، آنتروپی متقاط، بندی مراح  خشک شد. با توجه به ماهیت چندکلاسه مسئله طبقه

جموعیه  مربوط بیه م  (ROC)و نمودار مشبصه عملکرد  1، ماتری  ارتشاشJujube_DCNNمنرور بررسی عملکرد مدل  به .شد

بنیدی تصیاویر، معیارهیای دقیت، صیحت،       کلاساند. همچنین، برای سنجش عملکرد مدل در  ارائه شده 0داده آزمون در شک  

گیزارش   9ها برای مجموعه آزمون در جیدول   مورد استفاده قرار گرفتند و مقادیر حاص  از این شاخص F1-scoreو  حساسیت

درستی بیه کی  تصیاویر موجیود در مجموعیه آزمیون        شده به بندی کلاسصاویر شده است. دقت کلی مدل بیانگر نسبت تعداد ت

روند تیییرات دقت و مقدار تاب، هزینه  .درصد به دست آمد 42است که برای مدل پیشنهادی و در مجموع چهار کلاس، مقدار 

                                                           

1- Accuracy 

2- Precision 

3- Recall 

4- Cross-Entropy 

5- Confusion Matrix 
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ن داده شده است. ایین  نشا 2دوره آموزشی نیز در شک   14طی  Jujube_DCNNهای آموزش و اعتبارسنجی مدل  در مجموعه

 .کند های آموزشی و اعتبارسنجی را فراهم می نمودار امکان بررسی روند یادگیری مدل و مقایسه عملکرد آن در داده

درصد شناسایی شدند.  04/42 های مربوط به کلاس اول با دقت ، نمونه0(a) شده در شک  بر اساس ماتری  ارتشاش ارائه

. در مورد کلاس دوم، ه استقرار گرفت دوماشتباه در گروه کلاس  به اولنمونه از کلاس  یکه دهد ک ماتری  ارتشاش نشان می

دهید کیه دو نمونیه از کیلاس دوم      درصد به دست آمد. بررسی ماتری  ارتشاش نشان میی  74/41 بندی برابر با میزان دقت طبقه

عنوان  صورت نادرست به نمونه به یکمربوط به کلاس سوم، های  قرار گرفتند. از میان نمونه اول و سوماشتباه در گروه کلاس  به

ماتری   .درصد شناسایی شدند 04/42های مربوط به کلاس چهارم نیز با دقت  . همچنین، نمونهه استبندی شد کلاس دوم طبقه

 ،0(b)شیک   بیه   بیا توجیه   .ه استقرار گرفت سوماشتباه در گروه کلاس  به چهارمنمونه از کلاس  یکدهد که  ارتشاش نشان می

توان نتیجه گرفیت   می ارند بنابرایند )نزدیک به یک( هر چهار کلاس مقدار بالایی AUC نشان می دهند که ROC های منحنی

 .شدن عناب عملکرد مناسبی دارد در تفکیک مراح  مبتلف خشک Jujube_DCNNکه مدل 

 

 
(a                                                                                       b ) 

Figure (6) (a) Jujube_DCNN confusion matrix, and (b) receiver operating characteristic of the test 

Jujube data 

 

 
Table (4) Performance of Jujube_DCNN model using the test Jujube dataset 

Classes Accuracy Precision recall f1-score 

Class 1 97.60 97.50 97.50 97.50 

Class 2 95.20 95.00 95.00 95.00 

Class 3 97.60 95.12 97.50 96.30 

Class 4 97.60 100.00 97.50 98.73 

Accuracy 97.00 
   

macro avg 
 

96.91 96.88 96.88 

weighted avg 
 

96.91 96.88 96.88 
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(a                                                                                       b ) 

Figure (7) (a) Training and validation accuracy, (b) Training and validation loss of Jujube _DCNN for 

50 epochs  
 

   InceptionResNetV2ر  V3nIitpecnIهای  نتاين وزمايش

انجام گرفت.  Google Colabدر محیط  T4GPUبا استفاده از پردازنده گرافیکی  ری انتقالیهای مربوط به یادگی آزمایش

صیورت   داده بیه  دییده شیبکه عصیبی کانولوشینی عمییق، مجموعیه       آمیوزش  پیش های از منرور ارزیابی و مقایسه عملکرد مدل به

ترتی   یافته به این سه ببش به اختصاص تصادفی در سه ببش شام  آموزش، اعتبارسنجی و آزمون تفکیک شد. تعداد تصاویر

 7داده میورد اسیتفاده در جیدول     تصویر در نرر گرفته شد. مشبصات و جزئیات مربوط بیه مجموعیه   504و  104، 5724برابر با 

 برای دستیابی به تنریمات مناس  و تعیین پارامترهای کارآمد برای هر دو معماری شبکه عصیبی کانولوشینی از   .ارائه شده است

و  دوره آموزشیی  14تعیداد   ،44443/4، نرخ یادگیری Adamساز  دیده، فرایند آموزش با استفاده از الگوریتم بهینه آموزش پیش

دیده توانسیتند   آموزش پیش نتایج مرحله آموزش نشان داد که هر دو مدل شبکه عصبی کانولوشنی از .انجام شد 37اندازه دسته 

گیزارش شیده اسیت. همچنیین، رونید       2دست یابند که مقادیر مربوط به آن در جیدول   درصد 41بندی بیش از  کلاسبه دقت 

های  ام به وضعیت همگرایی رسیدند. پ  از پایان فرایند آموزش، ماتری  چه آموزش نشان داد که هر دو مدل تقریباا در دوره 

موعه داده آزمون استبراج شدند کیه  بر روی مج InceptionResNetV2 و InceptionV3 های مربوط به عملکرد مدل ارتشاش

و  InceptionV3عیییلاوه بیییر ایییین، معیارهیییای ارزییییابی عملکیییرد دو میییدل   .ارائیییه شیییده اسیییت 2هیییا در شیییک   نتیییایج آن

InceptionResNetV2  منریور   انید. بیه   ارائیه شیده   0و  1ترتی  در جداول  اند، به های ارتشاش محاسبه شده که بر اساس ماتری

هیا بیر روی مجموعیه داده آزمیون      های مبتلف شبکه عصبی کانولوشنی عمییق، عملکیرد آن   م، میان مدلانجام یک مقایسه جا

هیا در   بیرای هیر ییک از میدل      F1-scor معیار و حساسیت، صحت، مورد بررسی قرار گرفت. نتایج حاص  از سه شاخص دقت

 .نمایش داده شده است 4شک  
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(a                                                                               b ) 

Figure (8) (a) Jujube _DCNN confusion matrix, and (b) receiver operating characteristic of the test 

Jujube data 
 

Table (5) Performance of InceptionV3  model using the test Jujube dataset 

Classes Accuracy Precision recall f1-score 

Class 1 95.60 97.44 95.00 96.20 

Class 2 94.20 92.68 95.99 93.83 

Class 3 96.90 95.00 95.00 95.00 

Class 4 95.80 97.50 97.50 97.50 

Accuracy 95.63       

macro avg   95.66 95.87 95.63 

weighted avg   95.66 95.87 95.63 

 
Table (6) Performance of InceptionResNetV2  model using the test Jujube dataset 

Classes Accuracy Precision recall f1-score 

Class 1 97.20 97.50 96.50 97.50 

Class 2 95.00 95.00 94.50 95.00 

Class 3 95.80 95.00 95.00 95.00 

Class 4 97.00 97.50 97.50 96.50 

Accuracy 96.25       

macro avg   96.25 95.88 96.00 

weighted avg   96.25 95.88 96.00 

 

 
Figure (9) Comparison of performance measures of Jujube _DCNN, InceptionV3, and 

InceptionResNetV2 models 
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دییده،   آمیوزش  پییش  هیای از  میدل در مقایسیه بیا    Jujube_DCNNها نشان داد که مدل پیشنهادی  نتایج حاص  از آزمایش

درصید،   42های عناب دارد. این مدل بیا دسیتیابی بیه دقیت      شدن دانه بندی مراح  خشک کلاستری در مسئله  عملکرد مطلوب

کیه تحیت تنرییم     InceptionResNetV2و  InceptionV3های مورد بررسی، شام   بندی را در میان مدل بالاترین عملکرد طبقه

هیای   ارائه شده است. البته زمان موردنییاز بیرای آمیوزش میدل     4ند، به خود اختصاص داد؛ این نتایج در شک  ا دقیق قرار گرفته

DCNN هیای گرافیکیی قدرتمنیدتر     گیری از پردازنده افزاری مورد استفاده وابسته است و بهره توجهی به مناب، سبت طور قاب  به

های ارزیابی نیز برتیری   بررسی شاخص .موزش و آزمون را افزایش دهدتواند با کاهش زمان محاسبات، سرعت فرایندهای آ می

دهید. ایین تفیاوت     دییده نشیان میی    آموزش های ازپیش نسبت به مدل حساسیترا از نرر دقت، صحت و  Jujube_DCNNمدل 

رد اسیتفاده بیرای   هیای میو   ترین عوام ، تفیاوت مییان ماهییت داده    توان به عوام  مبتلفی نسبت داد. یکی از مهم عملکرد را می

در ابتیدا بیر    InceptionResNetV2و  InceptionV3هیای   دیده و مسئله حاضر است. مدل آموزش های ازپیش آموزش اولیه مدل

هیای عنیاب    شیدن دانیه   بنیدی مراحی  خشیک    کیلاس اند که لزوماا ارتباط مستقیمی با  هایی آموزش داده شده داده روی مجموعه

هیای اختصاصیی موردنییاز     طور کام  بیا ویژگیی   ها ممکن است به شده توسط این مدل های آموخته اند. در نتیجه، ویژگی نداشته

هیای   ها در استبراج ویژگی تواند بر توانایی آن شدن عناب مطابقت نداشته باشد و این موضوع می برای تشبیص مراح  خشک

شدن  بندی مراح  خشک کلاساختصاصی با هدف  طور به Jujube_DCNNدر مقاب ، مدل  .مرتبط با مسئله هدف تأثیر بگذارد

داده هیدف   هیای موجیود در مجموعیه    رو، ساختار آن متناس  با ویژگی های عناب طراحی و آموزش داده شده است. ازاین دانه

شک  گرفته و شبکه امکان یادگیری مستقیم الگوهای مرتبط با ایین مسیئله را داشیته اسیت. ایین انطبیاق مییان معمیاری میدل و          

تواند در  عام  دیگری که می .بندی تصاویر باشد تواند یکی از دلای  عملکرد بالاتر آن در طبقه های هدف می های داده یژگیو

و  InceptionV3هیای   دییده اسیت. شیبکه    آمیوزش  هیای ازپییش   هیا میؤثر باشید، پیچییدگی معمیاری میدل       تفاوت عملکرد مدل

InceptionResNetV2 هیای بیزرگ و    داده ای هسیتند و در ابتیدا بیرای ییادگیری از مجموعیه      یدهدارای ساختارهای عمیق و پیچ

کننید، ممکین اسیت الزامیاا بیا       هیایی اسیتبراج میی    داده هیا از چنیین مجموعیه    هایی که این شیبکه  اند. ویژگی متنوع طراحی شده

تیر و   با معماری ساده Jujube_DCNNهای عناب همبوانی کام  نداشته باشند. در مقاب ،  فرد تصاویر دانه های منحصربه ویژگی

های خیاص   شدن عناب، توانسته است خود را با الگوها و ویژگی داده مربوط به مراح  خشک آموزش مستقیم بر روی مجموعه

  .های این پژوهش سازگارتر کند داده

هیای عنیاب    ن دانیه شید  بندی مراح  خشک کلاسهای مطالعات پیشین در زمینه  ، نتایج مدل پیشنهادی با یافته2در جدول 

در مییان مطالعیات میورد بررسیی، بیالاترین مییزان        Jujube_DCNNشده در این جدول،  مقایسه شده است. بر اساس نتایج ارائه

حال، مقایسه مستقیم نتایج مطالعات مبتلف باید با احتیاط انجام شود؛ زییرا   بندی را به دست آورده است. بااین موفقیت در طبقه

هیا، انیدازه    ، تعیداد نمونیه  میورد بررسیی  هیای   ها یکسان نیستند و از نرر نوع دانیه  مورد استفاده در این پژوهش های داده مجموعه

بایید در   Jujube_DCNN شیده بیرای میدل    های مورد بررسیی تفیاوت دارنید. بنیابراین، برتیری مشیاهده       داده و ویژگی مجموعه

 .مورد استفاده در پژوهش حاضر تفسیر شودداده و معیارهای ارزیابی  چارچوب شرایط آزمایش، مجموعه

 
Table (7) Comparison of proposed work with similar studies   

Reference dataset size Classes Model Accuracy 

Yu, et al., (2011) 480 4 Support vector machines (SVM) 95 

İncekara, et al., 

(2024) 
6300 2 

Pattern recognition artificial 

neural network (PRNN) 
89.5 

Current reseach 1840 4  Jujube_DCNN 97 
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تیوجهی از جمعییت جهیان، تشیبیص و      با توجیه بیه جایگیاه اساسیی ببیش کشیاورزی در تیأمین نیازهیای ریذایی ببیش قابی            

های متداول و سنتی بیرای شناسیایی و    ای برخوردار است. روش های عناب از اهمیت ویژه شدن دانه بندی صحی، مراح  خشک کلاس

توانند تحیت   بر بودن، می های عناب، معمولاا به نیروی انسانی و زمان زیادی نیاز دارند و علاوه بر هزینه شدن دانه تفکیک مراح  خشک

هیای نیوین در زمینیه     نیاوری عنوان یکی از ف های بینایی ماشین به رو، در پژوهش حاضر از ظرفیت تأثیر خطاهای انسانی قرار گیرند. ازاین

در این مطالعه، تصیاویر   .تر استفاده شده است پردازش تصاویر و استبراج اطلاعات بصری، برای دستیابی به یک روش خودکار و دقیق

بندی قرار گرفتند. بیرای ایین منریور، ییک      کلاسهای عناب مورد بررسی و  شدن دانه مربوط به چهار کلاس مبتلف از مراح  خشک

طراحی و توسعه داده شد تا قابلیت شناسایی و تفکییک مراحی     Jujube_DCNNمبتنی بر شبکه عصبی کانولوشنی عمیق با عنوان مدل 

هیای آموزشیی و کیاهش وابسیتگی میدل بیه        منریور افیزایش تنیوع داده    های عناب را بهبود دهد. همچنین، به شدن دانه مبتلف خشک

شیده در تصیاویر، تنیوع     هیا بیا ایجیاد تییییرات کنتیرل      استفاده شد. این روش ف افزایش دادههای مبتل های محدود اولیه، از روش نمونه

در کنیار میدل    .تیری را بیرای ییادگیری میدل فیراهم کردنید       های موجود در مجموعه آموزشی را افزایش داده و شیرایط مناسی    نمونه

و  InceptionV3دییده شیبکه عصیبی کانولوشینی، یعنیی       آمیوزش  نیز با استفاده از دو معماری پیش پیشنهادی، رویکرد یادگیری انتقالی

InceptionResNetV2     سیاز   هیا بیا اسیتفاده از بهینیه     ، مورد اسیتفاده قیرار گرفیت. ایین میدلAdam       و انجیام تنرییم دقییق، بیرای مسیئله

 Jujube_DCNNی، نتیایج  منرور ارزیابی جام، عملکرد مدل پیشینهاد  به .های عناب سازگار شدند شدن دانه بندی مراح  خشک کلاس

بنیدی شیام     هیای طبقیه   هیای مبتلیف ویژگیی و الگیوریتم     های متداول یادگیری ماشین نیز مقایسه شد. در این ببش، ترکیی   با روش

HOG-SVM ،SIFT-SVM ،HOG-LR ،SIFT-LR ،HOG-KNN و SIFT-KNN      طیور کیه در    میورد بررسیی قیرار گرفتنید. همیان

شیده   هیای ارزییابی   بینی، عملکرد بهتری نسیبت بیه سیایر روش    از نرر دقت پیش Jujube_DCNN نشان داده شده است، مدل 54شک  

 14/47 تیا  21های کلاسییک ییادگیری ماشیین میورد بررسیی، دقتیی در محیدوده         آمده، روش دست بر اساس نتایج به .ارائه کرده است

ترتیی  موفیق بیه دسیتیابی بییه      بیه  InceptionResNetV2 و Jujube_DCNN ،InceptionV3هیای   درصید داشیتند، در حیالی کیه میدل     

بنیدی مراحی     در مسئله طبقیه  Jujube_DCNN دهد که مدل پیشنهادی درصد شدند. این نتایج نشان می 71/40و  03/41 ،42های  دقت

هش، از دییده میورد اسیتفاده در ایین پیژو      آمیوزش  های یادگیری ماشین و دو مدل پییش  های عناب، در مقایسه با روش شدن دانه خشک

 .بندی بالاتری برخوردار است قابلیت طبقه

 

 
Figure (10) Confusion matrices for different classification methods 
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هیای سینتی در    هیای روش  هیا و چیالش   با هدف ارائه راهکاری برای رلبه بیر محیدودیت   Jujube_DCNNمدل پیشنهادی 

توانید   عناب طراحی و توسعه داده شده است. یکی از عوامی  مهمیی کیه میی     های شدن دانه بندی مراح  خشک شناسایی و طبقه

تواند موجی    های مبتنی بر تصویر را تحت تأثیر قرار دهد، تیییرات شرایط نوری است؛ زیرا شدت و نوع نور می عملکرد سامانه

از  Jujube_DCNN عامی ، در میدل  منرور کیاهش اثیر ایین     های عناب شود. به های بصری دانه تیییر در ظاهر تصاویر و ویژگی

های مبتلف افزایش داده، از جمله تیییر مقیاس، چرخش و اعمال تبدیلات تصیادفی، اسیتفاده شیده اسیت. ایین فراینید        تکنیک

شیود و در نتیجیه،    های آموزشی و تقویت توانایی مدل در مواجهیه بیا تییییرات ظیاهری تصیاویر میی       موج  افزایش تنوع نمونه

هیای   از سوی دیگر، توسعه و ترکی  ایین میدل بیا فنیاوری     .دهد آن را با شرایط مبتلف عملیاتی افزایش میظرفیت سازگاری 

های هوشیمند   های جدیدی برای ایجاد سامانه تواند در مطالعات آینده زمینه چین، می و بلاک (IoT) نوین، از جمله اینترنت اشیا

هیای میرتبط بیا شناسیایی و      ردیابی، ثبت اطلاعات و کنترل کیفیت در سیامانه  تواند به بهبود فرایند فراهم کند. چنین ترکیبی می

تیر عنیاب و    هیایی از ارقیام متنیوع    داده آموزشی از طریق افزودن نمونه همچنین، گسترش مجموعه .ها کمک کند بندی دانه طبقه

ای  داده گسیترده  ه از چنیین مجموعیه  تواند دامنه کاربرد مدل را افزایش دهد. استفاد شدن، می های مبتلف مراح  خشک کلاس

شیدن در طییف    بنیدی مراحی  خشیک    توانیایی بیشیتری در تشیبیص و طبقیه     Jujube_DCNN کند کیه  این امکان را فراهم می

 .های متفاوت بهبود یابد تری از ارقام عناب به دست آورد و قابلیت تعمیم مدل در شرایط و نمونه وسی،
 ماشین ر يادگیری عمیقهای يادگیری  ای مدل تحلیل مقايسه

هیای عنیاب، عملکیرد میدل      شدن دانه بندی مراح  خشک های مبتلف طبقه منرور ارزیابی جام، روش در این پژوهش، به

هییای  و همچنیین روش  InceptionResNetV2و  InceptionV3دییده   آمیوزش  پییش  بیا دو میدل از   Jujube_DCNNپیشینهادی  

 و HOG-SVM ،HOG-LR ،HOG-KNN ،SIFT-SVM ،SIFT-LRسیاز شیام     هیای دسیت   یادگیری ماشین مبتنی بر ویژگی

SIFT-KNN ویژگیی بیا اسیتفاده از     5709های مبتنی بر استبراج ویژگیی، در مجمیوع    مند مقایسه شد. در روش صورت نرام به

بنید   سازی طبقه یادهبرای پ .از تصاویر استبراج گردید SIFTکننده ویژگی  ویژگی با استفاده از استبراج 544و  HOGالگوریتم 

SVMدو نوع کرن  شام  خطی ، (Linear) و تاب، پایه شعاعی (RBF) که پارامتر طوری مورد بررسی قرار گرفتند؛ به kernel  در

اسیتفاده شید.    GridSearchCV، از روش SVM منرور تعیین ترکی  مناس  ابرپارامترهیای  تعریف شد. به ['linear', 'rbf']قال  

ترکیی    50بود. در مجمیوع،   gamma = ['scale', 'auto']و  C = [0.1, 1, 10, 100]پارامترها شام  مقادیر وجوی  فضای جست

بینی با  های آموزشی مورد ارزیابی قرار گرفت. بر اساس نتایج حاص ، بهترین عملکرد پیش مبتلف از این پارامترها بر روی داده

C=0.1 ،gamma='auto' و kernel='rbf' های عصیبی   های مبتنی بر شبکه ، مدل2شده در جدول  مطابق نتایج ارائه .دبه دست آم

بنیدی نشیان دادنید.     کیلاس  ساز، عملکرد بهتری در های دست های ترکیبی مبتنی بر ویژگی کانولوشنی عمیق در مقایسه با روش

آزمیون   بیر روی مجموعیه   SIFT-KNN و HOG-SVM ،HOG-LR ،HOG-KNN ،SIFT-SVM ،SIFT-LRهیای   دقت مدل

در مقابیی ، مییدل پیشیینهادی    .درصیید بییه دسییت آمیید    57/22 و 07/44 ، 14/47 ،21،  14/22 ، 07/44 ترتییی  برابییر بییا   بییه

Jujube_DCNN  های میورد بررسیی ارائیه دهید. ایین       درصد، بالاترین عملکرد را در میان روش 42توانست با دستیابی به دقت

های تصویری، در مسئله  که عصبی کانولوشنی عمیق و یادگیری مستقیم ویژگیدهد که استفاده از شب اختلاف عملکرد نشان می

بنیدهای کلاسییک،    ساز و طبقیه  های دست های متکی بر ویژگی های عناب، نسبت به روش شدن دانه بندی مراح  خشک کلاس

 .ها دارد قابلیت بالاتری برای استبراج الگوهای مرتبط و تفکیک کلاس
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Table (8) Comparative analysis of the experimentation results of different methods for four classes of 

Jujube drying statuses  
model Training Accuracy Test Accuracy 

HOG-SVM 91.00 90.62 

HOG-LR 88.20 87.50 

HOG-KNN 84.30 85.00 

SIFT-SVM 91.40 92.50 

SIFT-LR 80.35 90.62 

SIFT-KNN 80.12 88.12 

Jujube_DCNN 95.00 97 

InceptionV3 93.50 95.63 

InceptionResNetV2 92.80 96.25 

 

 گیری نتیبه

شدن، تفاوت  های عناب در مراح  مبتلف خشک های ظاهری و تصویری دانه های این پژوهش نشان داد که ویژگی یافته

شیدن اسیتفاده کیرد. نتیایج ارزییابی       بنیدی مراحی  خشیک    ی تفکیک و طبقهها برا توان از این تفاوت قاب  تشبیصی دارند و می

شیدن عنیاب شیام  عنیاب      توانایی بالایی در شناسایی چهار مرحله خشک Jujube_DCNNها نشان داد که مدل پیشنهادی  مدل

ان دقیت  . ایین مییز  یافیت درصید دسیت    42خشک، خشک و بیش از حد خشک دارد و در مجموعه آزمون به دقیت   تازه، نیمه

هیای مبتلیف    های متعلق به کلاس شدن و تمایز میان نمونه دهنده عملکرد مناس  مدل در تشبیص مراح  مبتلف خشک نشان

 .است

هیای   های مبتنی بر یادگیری عمیق در این مسئله، عملکرد بهتری نسبت به روش ای نشان داد که مدل همچنین، نتایج مقایسه

 و HOG-SVM ،SIFT-SVM ،HOG-LR ،SIFT-LR ،HOG-KNNشام    ستبراج ویژگیمتداول یادگیری ماشین مبتنی بر ا

SIFT-KNN  های یادگیری عمیق در شناسایی و استبراج الگوهای پیچیده موجود  داشتند. این برتری بیانگر قابلیت بیشتر روش

دهد که پردازش و تحلی   ان میطور کلی، نتایج پژوهش نش های عناب است. به در رن،، شک ، بافت و میزان چروکیدگی دانه

شیدن عنیاب باشید و زمینیه مناسیبی بیرای اسیتفاده از         تواند روشی قاب  اعتماد برای تشبیص خودکار مراح  خشک تصاویر می

 .این محصول فراهم کند شدن های هوشمند در پایش کیفیت و کنترل فرایند خشک سامانه

توانید وابسیتگی بیه     هیای مبتنیی بیر بینیایی ماشیین میی       استفاده از روشدهد که  آمده نشان می دست از سوی دیگر، نتایج به

شیدن را فیراهم سیازد.     تیر مراحی  خشیک    تر و یکنواخیت  های صرفاا چشمی را کاهش داده و امکان انجام ارزیابی سری، ارزیابی

ای فراینید   نریور پیایش لحریه   م هیای عملیی و ریرمبیرب بیه     تواند مبنایی برای توسیعه سیامانه   های این پژوهش می بنابراین، یافته

 .شدن ناکافی یا بیش از حد عناب باشد شدن، تعیین زمان مناس  پایان فرایند و جلوگیری از خشک خشک

 گیاری سپاس

هیا و توسیعه    هیا، تصیویربرداری، انجیام آزمیایش     سازی نمونیه  که در مراح  آماده تمامی افرادیوسیله نویسندگان از  بدین

 .کنند بر تصاویر، حمایت و همکاری لازم را ارائه کردند، صمیمانه قدردانی می بندی مبتنی کلاسسامانه 
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