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Abstract 

Introduction: Imbalanced data remains a widespread and significant challenge, particularly 

impacting machine learning algorithms. Therefore, addressing imbalanced data classification has 

emerged as a crucial research area within the field of data mining. This issue, often characterized 

by a limited number of instances in one class and a substantial number in other classes, poses 

substantial hurdles for machine learning algorithms. Consequently, data mining experts and 

machine learning professionals are actively working on refining methods and models for 

classifying imbalanced data with the aim of improving the accuracy of such classifications. The 

principal objective of this study is to precisely detect and categorize samples from the minority 

class, ultimately enhancing the precision of soil class classification. This research is conducted in a 

specific region, encompassing the southwestern territories of Zanjan province. 

Materials and Methods: To achieve this objective, a total of 148 soil profiles were excavated 

using a regular grid pattern with an average spacing of 500 meters (and in some locations, up to 

700 meters based on expert recommendations). After the samples were air-dried, they were 

transported to the laboratory. Physical and chemical analyses were conducted on all collected 

samples, including assessments of soil texture, soil pH, calcium carbonate equivalent, cation 

exchange capacity, electrical conductivity, organic carbon content, and gypsum content. 

Subsequently, the soil samples were meticulously classified and described up to the family level, 

following the comprehensive standards of the soil classification system. The most appropriate 

covariates were selected among 57 covariates including geomorphological and geological maps, 

digital elevation model (DEM), and data from Landsat 8 satellite images, using principal 

component analysis (PCA) and expert knowledge approaches for predicting soil classes selected. 

Saga-GIS and ENVI software were used to extract environmental covariates. Modeling of the soil-

landscape relationship was performed using three algorithms, namely multinomial logistic 

regression (MNLR), random forest (RF), boosted regression tree (BRT) and ensemble model (after 

data balancing) in “R studio” software. To check the accuracy of the used model, the data was 

randomly divided into training and validation data. 80% of the data (118 profiles) were used for 

model training and 20% (30 profiles) were used as validation data for evaluation. 

Results and Discussion: The results of the selection of covariates showed that 10 information 

covariates of geomorphological maps, geological information and features extracted from the 
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digital elevation model (DEM), including Analytical hill shading (AHS), sunrise, valley depth 

(VD), LS Factor, Channel network distance (CND), Topographic wetness index (TWI) and Multi-

resolution ridge top flatness (MRRTF) were selected as input variables. Based on the results of 

profile analysis, the soils of the region at the subgroup level were categorized into five classes, with 

imbalanced distribution, including Typic Calcixerepts, Typic Haploxerepts, Gypsic Haploxerepts, 

Typic Xerorthents, and Lithic Xerorthents. The results of evaluation metrics such as overall 

accuracy and Kappa index were 65% and 0.32 for the RF algorithm, %60 and 0.35 for the boosted 

regression tree algorithm, 65% and 0.41 for the MNLR algorithm and after balancing the data with 

the ensemble model approach, it was 70% and 0.62 respectively. The results of two statistics of 

user’s accuracy and producer’s accuracy showed that among individual models, the multinomial 

logistic regression model has higher accuracy in predicting soil classes. Although the ensemble 

model has succeeded in predicting the soil minority classes well, due to the fact that the two weaker 

models of the RF and BRT are involved in the modeling, It showed lower values compared to the 

individual multinomial logistic regression model, in predicting some classes of the majority of soil, 

especially the two classes of Typic Haploxerepts and Typic Xerorthents. 

Conclusions: Conclusions: In summary, the results have demonstrated that when learning 

algorithms are individually applied, they do not exhibit high accuracy in spatially predicting soil 

classes. However, when these algorithms are amalgamated into an ensemble model, they exhibit 

remarkable accuracy in spatial soil class prediction, outperforming individual models in terms of 

performance and accuracy. Moreover, the ensemble model substantially enhances prediction 

accuracy and reduces the occurrence of misclassifications, especially at the subgroup level. While 

each specific model excels in predicting a particular soil classification, the cumulative ensemble 

models consistently outperform individual models in terms of overall performance and accuracy, 

underscoring the effectiveness of ensemble modeling in improving spatial soil classification. 
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2641، پاییز 3شماره 64مهندسی زراعی )مجله علمی کشاورزی( جلد   

 های نامتعادل خاکزی مکانی کلاسسااستفاده از رویکرد مدل تجمعی برای مدل
 

 3یدیجمش محمد و*1دلاور ریام محمد ،2مشکله یمیرح مستانه
 

 
 ایران زنجان، ، دانشگاه زنجان ،یگروه علوم خاک دانشکده کشاورز یدکتر یدانشجو -2

 ایرانزنجان، ، زنجان دانشگاه ،یکشاورز دانشکده خاک علوم گروه اریدانش -1

 رانیا کرج، ،یکشاورز جیترو و آموزش قات،یتحق سازمان آب، و خاک قاتیتحق موسسه اریاستاد -3

 چکيده  تاریخچه مقاله

 24/44/2641 دریافت:

 19/40/2641 پذیرش نهایی:

های مشکلاتی است که بر الگوریتم ترین رایجها یکی از دم تعادل دادهع

های بندی دادهطبقه رو ازایند. نگذاریادگيری ماشينی تأثير می

کاوی تبدیل شده به یک موضوع تحقيقاتی مهم در زمينه دادهنامتعادل 

های کلاس شناسایی صحيح نمونههدف از انجام این پژوهش . است

های خاک با استفاده از رویکرد بندی کلاساقليت و افزایش دقت طبقه

برای اراضی جنوب غربی استان زنجان است. مدل تجمعی در بخشی از 

بندی  رخ با روش الگوی شبکهخاک 841 دستيابی به این هدف تعداد

 وتحليل تجزیهمتر حفر، تشریح و با  055منظم و ميانگين فاصله 

ترین متغيرهای بندی گردید. مناسبآزمایشگاهی تا سطح فاميل رده

 05از ميان  رویکرد تحليل مؤلفه اصلیمحيطی بر اساس نظر کارشناسی و 

شناسی، مدل ی و زمينهای ژئومورفولوژمتغير شامل اطلاعات نقشه

برای  1ای لندست  های حاصل از تصاویر ماهوارهرقومی ارتفاع و داده

 -سازی رابطه خاک                     های خاک انتخاب شد. مدلبينی کلاسپيش

های یادگيرنده جنگل تصادفی، درخت نما با استفاده از الگوریتمزمين

ای و مدل تجمعی ندجملهیافته و رگرسيون لجستيک چ تصميم توسعه

انجام  "R studio"افزار ها( در محيط نرمسازی داده)بعد از متعادل

اطلاعات  متغير 85نتایج انتخاب متغيرهای محيطی نشان داد که  شد.

های مستخرج  شناسی و ویژگی های ژئومورفولوژی، اطلاعات زميننقشه

ها، طلوع ی تپهاندازوتحليل سایه از مدل رقومی ارتفاع شامل تجزیه

خورشيد، عمق دره، شاخص طول در جهت شيب، فاصله تا شبکه آبراهه، 

شاخص رطوبتی توپوگرافی و شاخص همواری بالای پشته با درجه 

های منطقه در خاک .متغير ورودی انتخاب شدند عنوان بهتفکيک بالا 

-سطح زیرگروه در پنج کلاس با توزیع نامتعادل شامل تيپيک کلسی

تيپيک هاپلوزرپتز، جيپسيک هاپلوزرپتز، تيپيک زراورتنتز و ليتيک  زرپتز،

صحت کلی و ضریب کاپا برای ارزیابی بندی شدند. زراورتنتز طبقه

 کلمات کليدی:

 ،ایرگرسيون لجستيک چندجمله

 ،های نامتعادلداده

 سازی داده،متعادل

 کلاس اقليت
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...برای استفاده از رویکرد مدل تجمعی رحیمی مشکله و همکاران:  

 

های فردی های خاک در سطح زیرگروه به ترتيب در مدلکلاس

 50، جنگل تصادفی 48/5درصد و  50ای رگرسيون لجستيک چندجمله

و در مدل  20/5درصد و  55یافته  وسعه، درخت تصميم ت23/5درصد و 

صحت کاربر و صحت نتایج به دست آمد.  53/5درصد و  55 تجمعی

های فردی، مدل رگرسيون نشان داد در ميان مدلتوليدکننده 

خاک های بينی کلاسای دقت بالاتری در پيشلجستيک چندجمله

ليت های اقبينی خوب کلاس. مدل تجمعی با اینکه موفق به پيشدارد

تر جنگل تصادفی و خاک شده است اما به دليل اینکه دو مدل ضعيف

سازی دخيل هستند نسبت به مدل در مدل یافته توسعهدرخت تصميم 

بينی ای مقادیر کمتری در پيشفردی رگرسيون لجستيک چندجمله

دو کلاس تيپيک هاپلوزرپتز و  ویژه بههای اکثریت خاک برخی کلاس

های الگوریتمنتایج نشان داد که  طورکلی بهن داد. تيپيک زراورتنتز نشا

شوند از سازی میفردی مدل صورت بهو  تنهایی به زمانی کهیادگيرنده 

های خاک برخوردار نيستند اما بينی مکانی کلاسدقت بالایی در پيش

بينی ها در قالب مدل تجمعی دقت بالایی در پيشمجموعه این الگوریتم

های تجمعی دهند و مدلاز خود نشان می های خاکمکانی کلاس

 فردی دارند. های مدلعملکرد و دقت بالاتری در مقایسه با 

 

 مقدمه

 های پایه و مرجع درنقشه عنوان بهخاک که  ایهتهیه نقشه

از ضروریات ، شوندمحسوب می کشاورزی هایخاک مدیریت

توانند  های خاک می (. نقشه60شناسی است )خاک مطالعات

های مختلف ها در مقابل کاربریبینی رفتار خاکمقدمات پیش

ی های کاربرد را فراهم آوردند و تفسیر این نوع مطالعات، قابلیت

خاک مانند توانایی نگهداری آب، مواد مغذی، وضعیت کربن 

های  . روش(1)دهند آلی و غیره را در اختیار کاربران قرار می

های برداری رقومی خاک ضمن استفاده از الگوریتمنقشه

-، علاوه بر تهیه نقشه2کاویبینی در یادگیری ماشین و داده پیش

مدی برای مطالعات توانند جایگزین کارآ( می3های جدید )

روزرسانی نقشه  های مرسوم برای بهشناسی با روش خاک

رغم افزایش دقت  اما علی؛ (12های خاک باشند ) کلاس

های  های اخیر، تولید نقشه برداری رقومی خاک در سال نقشه

                                                           
1- Data mining 

ای با دقت بالا همچنان یک کار  خاک در مقیاس منطقه

یت کاربری برای حل چالش مدیر(. 33است ) برانگیز چالش

های خاک با بالاترین دقت ممکن  بینی ویژگی زمین نیاز به پیش

هایی برای ترکیب  ، بررسی کاربرد روشرو ازایناست. 

 ها لازم است بینی آن های موجود و بهبود دقت پیش بینی پیش

 .(14و  24)

ها، یک مسئله مهم در با توجه به ماهیت توزیع خاک

های خاک، عدم داری کلاسبرسازی و در فرآیند نقشه مدل

های نامتعادل به (. داده61شده است ) های مشاهده تعادل کلاس

ها با فراوانی بیشتر این واقعیت اشاره دارد که تعداد مشاهده

ها با فراوانی کمتر )کلاس اکثریت(، بسیار بیشتر از تعداد مشاهده

های خاک  کلاس طورمعمول به (.30و  2)کلاس اقلیت( است )

کاوی از طریق های آماری و داده ط انواع مختلفی از روشتوس

شوند. از جمله این بینی می پیش برداری رقومی خاکنقشه
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های  ، جنگل 2ایها رگرسیون لجستیک چندجملهروش

های است. در روش 3یافته توسعهو درخت تصمیم  1تصادفی

بینی مکانی، چندین مدل ارزیابی و بهترین مدل معمول پیش

ها بر  عدم تعادل داده. (32و  24گردد )یی انتخاب میاجرا

های یادگیری معمول تأثیر منفی دارد و این اثر منفی در  الگوریتم

وجود نقاط پرت و تعداد ناکافی با عواملی همچون ترکیب 

منجر به برازش  تواند میو آموزشی، شدیدتر است  هایمشاهده

اب یک الگوریتم (. همچنین انتخ39و  19مدل شود ) ازحد بیش

زیرا ؛  (12ساز است ) بالقوه مشکل طور بهبندی کننده مناسب طبقه

با توجه به ساختار مدل، یک مدل واحد دارای مزایا و معایبی 

کننده ممکن است در بندی ، بنابراین یک الگوریتم طبقهاست

ها داشته باشد و معین، دقت بیشتری نسبت به سایر الگوریتم

(. برای غلبه بر این مشکل، مجموعه چندین 69و  12بالعکس )

)مدل تجمعی(، جایگزینی مناسبی است که  دیده آموزشمدل 

بندی منجر های طبقهاز مدل آمده دست بهبا کمک به اطلاعات 

های تجمعی  مزیت الگوریتم . (69شود )بندی بیشتر طبقه دقت به

ا و ه های قدرتمند این است که نسبت به روش عنوان تکنیک به

این  پایه با حذف نقاط ضعف های منفرد یا تک الگوریتم

 (.36بینی بالاتر دارند )، دقت خوبی در برازش و پیشهاالگوریتم

برداری رقومی خاک پتانسیل زیادی برای نقشه طورکلی به

سازی های یادگیری ماشین از طریق مدلاستفاده از همه مدل

-عی یکی از محبوبهای یادگیری تجم(. مدل24تجمعی دارد )

و  29، 3ترین رویکردها برای کنترل عدم تعادل کلاس است )

(. این رویکرد معمولاً با برازش یک مدل جدید با استفاده از 34

سازی و سپس خروجی شده بینی پیشهای چندین مدل  بینی پیش

های  علاوه بر این، مدل(. 23شود ) بینی مدل جدید اجرا می پیش

های بهتر و پایدارتر و  بینی وه منجر به پیشبالق طور بهتجمعی 

 (.12 شوند ) بندی اشتباه میهمچنین کاهش ریسک انتخاب طبقه

 خوبی بهمدل جدید، فرض بر این است که  تجمعی در رویکرد

های فردی خواهد بود و از تمام اطلاعات موجود هر یک از مدل

مچون مطالعات محققینی ه(. 23کند )مؤثر استفاده می طور به

                                                           
1- Random forests, RF 

2- Boosted regression trees, BRT 

3- Multinomial logistic regression, MNLR 

(، ژانگ و 21) 3(، چن و همکاران33) 6لودویگ و همکاران

( و گروشچینسکی و 34) 2(، ووهلند و همکاران44) 4هارتمینک

های تجمعی دقت ( نشان داد که روش11) 0گروشچینسکی

بخشد و عملکرد بهتری نسبت به بینی را بهبود میپیش

 رویکردهای فردی دارند.

های دقیق و کارآمد و این پژوهش با هدف تولید نقشه

های  مدیریت بهتر اراضی کشاورزی، به مقایسه عملکرد مدل

مختلف یادگیری ماشین از جمله جنگل تصادفی، درخت 

ای برای و رگرسیون لجستیک چندجمله یافته توسعهتصمیم 

های خاک در سطح زیرگروه و ارزیابی بینی مکانی کلاس پیش

 پردازد.استان زنجان می توانایی مدل تجمعی در بخشی از اراضی

 

 هامواد و روش

 منطقه موردمطالعه

پژوهش حاضر در بخشی از اراضی جنوب غربی استان 

درجه و  60دقیقه تا  92درجه و  62زنجان با مختصات جغرافیائی 

 32درجه و  34دقیقه تا  32درجه و  34دقیقه طول شرقی و  22

گردید  هکتار اجرا 23013دقیقه عرض شمالی و به مساحت 

دریای آزاد   متر از سطح 2601(. متوسط ارتفاع منطقه 2شکل )

متر و  میلی 364بوده و دارای متوسط بارندگی سالیانه منطقه 

(. بر اساس 64درجه سلسیوس است ) 26متوسط دمای سالیانه 

و رژیم  9رژیم حرارتی منطقه مزیک آمده دست بهاطلاعات 

24رطوبتی آن زریک
شناسی عمده زمین سازندهای .(63است ) 

، کنگلومرا و مواد آهک سنگهای کربناته،  منطقه شامل لایه

فشانی و فیزیوگرافی منطقه شامل دو واحد اراضی  آتش

ماهوری در  است. اراضی تپه 21ایهای دامنهو دشت 22ماهور تپه

های با و تپه 23های با ارتفاع متوسطوبلندی به تپه سطح پستی

                                                           
4- Ludwig et al. 

5- Chen et al. 

6- Zhang et al. 

7- Vohland et al. 

8- Gruszczynski and Gruszczynski 

9- Mesic 

10- Xeric 

11- Hill lands 

12- Piedmont plains 

13- Medium hill 
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شناسی، بندی زمین د. با توجه به تقسیمان شده تفکیک  2ارتفاع کم

بادرفتی آهکی  -ای  های با ارتفاع متوسط غالباً رسوبات واریزهتپه

های با ارتفاع کم غالباً شامل وبلندی تپه و پستی 1همراه با مارن

هستند. بر اساس  3بادرفتی و مارن -ای مخلوط رسوبات واریزه

ای منطقه در دو رده هها، خاکبندی خاکسامانه آمریکایی رده

 اند.بندی شدهطبقه 3سولزو اینسپتی 6سولزانتی

 مطالعات صحرایی و آزمایشگاهی

های توپوگرافی و استفاده از اطلاعات پس از بررسی نقشه

جغرافیایی، تصاویر  های اطلاعاتموروثی در محیط سامانه

 260برگرفته از گوگل ارث و انجام بازدیدهای صحرایی، 

بندی تصادفی با میانگین فاصله  اساس الگوی طبقه رخ برخاک

برداری از ( و نمونه66های استاندارد مطالعه )متر مطابق روش 344

رخ انجام شد.  های مشخصه سطحی و زیرسطحی هر خاکافق

متری عبور داده  میلی 1ها پس از هوا خشک شدن از الک نمونه

(، واکنش 4) های فیزیکی و شیمیایی شامل بافتشدند و تجزیه

(، 62(، ظرفیت تبادل کاتیونی )31(، کربنات کلسیم معادل )32)

( بر روی تمام 32(، کربن آلی )39قابلیت هدایت الکتریکی )

ها و در صورت مشاهده صحرایی گچ بر روی برخی نمونه

ها بر اساس رخ( انجام شد. خاک6گیری گچ )ها اندازهنمونه

های فیزیکی و شیمیایی تجزیهنتایج تشریح صحرایی و اطلاعات 

بندی خاک به روش های خاک در سیستم جامع ردهنمونه

 بندی شدند.( تا سطح فامیل طبقه63آمریکایی )

 استخراج متغيرهای محيطی

متغیرهای محیطی مورداستفاده در این پژوهش شامل 

های  شناسی، دادههای ژئومورفولوژی، نقشه زمیناطلاعات نقشه

-توپوگرافی هستند. برای این منظور نقشه زمینازدور و  سنجش

-شده توسط سازمان زمین منطقه تهیه 2:134444شناسی با مقیاس 

( زمین مرجع و 10.7)نسخه  Arc-GISشناسی کشور در محیط 

رقومی شد. از مدل رقومی ارتفاع با قدرت تفکیک مکانی 

وبلندی در محیط نرم شاخص پستی 20متر سنجنده استر،  34×34

                                                           
1- Low hill 

2- Marl+lime+alluvio-colluvium 

3- Marl+Alluvio-colluvium 

4- Entisols 

5- Inceptisols 

شاخص  34( استخراج شد. 7.9)نسخه  SAGA GISزار اف

( ماهواره لندست OLI/TIRSازدور از تصاویر سنجنده ) سنجش

( پس از USGS 2014متر ) 34×34با قدرت تفکیک مکانی  0

افزار اعمال تصحیحات رادیومتریکی و اتمسفری در محیط نرم

ENVI  الف(. نقشه  -1( تهیه و استخراج شد )شکل 5.3)نسخه

های اطلاعاتی شامل ومورفولوژی منطقه بر اساس تلفیق لایهژئ

ای واحدهای لندفرم و مواد مادری به همراه تفسیر تصاویر ماهواره

( تهیه 42شده توسط زینک ) بر اساس رویکرد سلسله مراتبی ارائه

(. از میان متغیرهای محیطی 2ب و جدول  -1گردید )شکل 

ساس رویکرد تحلیل مؤلفه شده، تعدادی متغیر محیطی بر ا تهیه

بندی اهمیت ( و رتبه26.0)نسخه  SPSSافزار در نرم 4اصلی

نسبی مدل یادگیری ماشین به همراه نظارت کارشناس برای ورود 

 (.32به مدل انتخاب گردید )

 نما زمين _سازی خاک                    مدل

 ایمدل رگرسيون لجستيک چندجمله

ع مدل خطی مدل رگرسیون لجستیک یک نو 

هایی مناسب است یافته است و برای مجموعه داده تعمیم

ها قادر به این مدل .صورت کیفی است که متغیر وابسته به

بینی  ای از متغیرهای پیشتوصیف روابط بین مجموعه

کننده و یک متغیر وابسته دو بخشی است که دارای مقادیر 

یون (. در هر دو حالت مدل رگرس10صفر یا چهار است )

ای برای هر کلاس خاک در منطقه لجستیک چندجمله

-طبقه و واحدهای موردمطالعه توسعه و روابط توپوگرافی

رگرسیون سازی مدلشدند.  تعیین هاداده از خاک بندی

 "Caret"بر اساس بسته  Rstudioافزار در نرم لجستیک

 انجام شد.

 

                                                           
6- Principal component analysis, PCA 
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 برداری( موقعيت منطقه و نقاط نمونه8شکل )

Figure (1) Location of the study area and sampling points 

 

 

 

 

 

 

 
 

 

 موردمطالعهب( ژئومورفولوژی منطقه و  شناسی زمين( نقشه الف( 3شکل )

Figure (2) Map of a geology and b) Geomorphologi in study area 
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 (42) ژئومورفولوژی در منطقه موردمطالعه شده در سطح لندفرم بر اساس اطلاعات ( واحدهای تفکيک8جدول )
Table (1) Separated units at the landform level based on geomorphological information in the studied 

area (43) 
 واحد نقشه

Map unit 

 اجزای لندفرم

Landform 

components 

 شکل زمین

Landform 

 شناسی سنگ

Lithology 

 توپوگرافی

Topography 

 نما زمین

Landscape 

Consociation Hi111 
Slope facet 

complex 

Marl + Lime + 

Alluvium - Colluvium 
Medium hill 

 ماهور تپه

Hill lands Complex 

Hi211 Summit 

Marl + Alluvium - 

Colluvium 
Low hill 

Hi212 Shoulder 

Hi213 Backslope 

Hi214 Footslope 

Hi215 Toeslope 

Association Pi111 High glacic Alluvium - Colluvium Glacic, Dissected 

 ای دشت دامنه

Piedmont 

plains 

Complex Pi211 Middle glacic 
Marl + Alluvium - 

Colluvium 

Glacic, Moderately 

dissected 

Association Pi311 Low glacic 
Marl + Alluvium - 

Colluvium 
Glacic, Low dissected 

Association Pi411 Side slope Alluvium Glacic terrace, 

Dissected Consociation Pi421 Tread Alluvium - Colluvium 

Association Pi511 Side slope 
Marl + Alluvium - 

Colluvium 

Glacic terrace, 

Slightly eroded 

Association Pi611 Side slope Alluvium - Colluvium Coalescing fan 

Association 

Pi711 Upper part 

Marl + Alluvium - 

Colluvium 

Channeled recent 

alluvial deposits 
Pi712 Middle part 

Pi713 Lower part 

 

 مدل جنگل تصادفی

 یک تکنیک یادگیرنده فعال وجنگل تصادفی مدل  

است. در  بندی و رگرسیون درختییافته از مدل طبقه توسعه

طور تکراری برای به دست آوردن ارتباط  ها بهاین روش داده

متغیر پاسخ و متغیرهای مستقل و انجام تخمین جداسازی  بین

های سایر روشبرخلاف جنگل تصادفی د. در روش شونمی

کنند، صدها یا محدودی درخت ترسیم می درختی که تعداد

یک  (. این روش9شود )بندی تولید میهزاران درخت طبقه

 بندی با ساختنروش یادگیری گروهی است و برای طبقه

سازی . کلیه مراحل مدل(0)نماید تعداد درختان زیاد عمل می

با استفاده از بسته  با استفاده از روش یادگیری جنگل تصادفی

Random Forest افزار محیط نرم به همراه کدنویسی در

RStudio .انجام شد 

 

 

 

 یافته مدل درخت تصميم توسعه

-عنوان یکی از الگوریتم یافته به رگرسیون درختی توسعه 

 2های یادگیری ماشین ترکیبی از دو تکنیک آماری بوستینگ

ای  روش مرحله(. بوستینگ یک 2و رگرسیون درختی است )

صورت  های درختی به جلو است که در آن مدل روبه

های آموزشی برازش داده ای از دادهتکرارپذیر با زیرمجموعه

یافته باید دو  شوند. در برازش رگرسیون درختی توسعهمی

مشخص گردند.  3و پیچیدگی درخت 1پارامتر نرخ یادگیری

در مدل  نرخ یا مقدار یادگیری سهم هر درخت متوالی را

کند. پیچیدگی درخت اثرات اصلی یا اثرات نهایی تعیین می

سازی رگرسیون (. مدل22دهد )متقابل بین متغیرها را نشان می

انجام  C5.0و با بسته  Rstudioافزار  یافته در نرم درختی توسعه

 شد.

                                                           
1- Boosting 

2- Learning rate 

3- Tree complexity 

https://stats.stackexchange.com/questions/290719/tree-complexity-using-gbm
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 مدل تجمعی

بینی، یک  سازی پیش ها و مدل داده وتحلیل تجزیهدر  

تواند دارای تنوع زیاد،  بر یک نمونه داده میمدل فردی مبتنی 

های گسترده باشد که بر  تعداد زیادی نادرستی یا سوگیری

(. اثرات این 64گذارد ) قابلیت اطمینان نتایج تأثیر می

های متعدد یا نمونه وتحلیل تجزیهتوان با ها را میمحدودیت

تواند به ارائه های مختلف کاهش داد که میترکیب مدل

های و بهبود الگوریتم گیرندگان تصمیملاعات بهتر به اط

تجمعی از  (. در روش64و  22سازی کمک کند )مدل

2چندین الگوریتم یادگیری اصطلاحاً ضعیف
های  که مدل 

پایه هستند، استفاده و با ترکیب چندین مدل ضعیف، مدل 

بینی های با پیش در این مطالعه، مدل شود ای ایجاد می پیچیده

تر تحت یک سناریو با استفاده از تابع  ی ضعیفمکان

combine  موجود در بسته(EnsembleCV در محیط )

ادغام و مدلی جدید با عملکرد بهتر ایجاد  Rstudio افزارنرم

 شد.

 بينی کنندههای پيشارزیابی دقت مدل

 طور بهها ، دادهمورداستفادهبرای بررسی صحت مـدل 

 04و اعتبارسنجی تقسیم شدند. های آموزشی تصادفی به داده

درصد  14پروفیل( برای آموزش مدل و  220ها )درصد داده

های اعتبارسنجی برای عنوان داده پروفیل( دیگر به 34)

های ارزیابی مورداستفاده قرار گرفتند. هر مدل با داده

های بینی برای دادهآموزشی برازش داده شـد و سـپس پیش

با استفاده از  شده بینی پیشهای لاساعتبارسنجی انجام شد. ک

ماتریس خطا برحسب درصد بیان شد. پارامترهای 

، 1از ماتریس خطا شامل صحت کلی نقشه شده استخراج

برای  3و ضریب کاپا 6، صحت کاربر3کننده صحت تولید

 (.13قرار گرفت ) مورداستفادهاعتبارسنجی 

 

 

                                                           
1- Weak learn 

2- Overall accuracy, OA 

3- Producer accuracy, PA 

4- Users accuracy, UA 

5- Kappa index 

 صحت کلی

که از تقسیم  دهد( صحت کلی نقشه را نشان می2رابطه )

شده بر تعداد کل بینی درستی پیش کل تعداد کلاس به

 آید. در این معادله ( به دست میNهای ماتریس خطا )پیکسل

Xii ها در ردیف تعداد مشاهدهi و ستون i  ،استk  تعداد

بندی ارتباط سطرها در ماتریس خطا است. صحت کلی طبقه

را  شده بندی طبقهی هاو داده مورداستفادههای بـین همه داده

گیری است کـه دهد و از جمله پارامترهای اندازهنشان می

کند و در مورد هر کدام از فقط دقت کلی را گزارش می

 کند.طور مجزا اطلاعاتی ارائه نمیطبقات به

                          (:          2)رابطه 

 

 شاخص کاپا

است که نسبت احتمال آماره کاپا یک شاخص قوی 

وسیله مدل درستی بـههایی که بهحضور یا عدم حضور کلاس

کند. شاخص کاپا معیاری برای را محاسبه می بینی شدندپیش

بندی تصادفی است  بندی مدل خودکار با طبقه مقایسه طبقه

(. دامنه تغییرات آماره کاپا بین صفر تا یک است. 1)رابطه 

بندی کاملاً دهنده طبقهاشد نشاناگر کاپا برابر با صفر ب

بندی و اگر دهنده خطا در طبقهتصادفی و مقدار منفی نشان

بندی کاملاً دهنده طبقهاین مقدار برابر با یک باشد نشان

 صحیح است.

        (:1)رابطه 

ای برای  به ترتیب مجموع حاشیه X+j و +Xi که در آن

دهنده نشان 0/4تر از هستند. مقادیر کاپا بیش j و ستون i ردیف

بندی و اطلاعات مرجع توافق یا دقت قوی بین نقشه طبقه

دهنده توافق متوسط و نشان 0/4و  6/4زمینی است. مقادیر بین 

 (.26دهنده توافق ضعیف است ) نشان 6/4مقادیر کمتر از 

 صحت توليدکننده

های کننده ارتباط بین همه کلاسقابلیت اطمینان تولید

 شده بینی پیشهای و مجموع کلاس شده ینیب پیشصحیح 

های جزء کلاساشتباه که به  شده مشاهدههای حضور )کلاس
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( 3اند( است. با توجه به رابطه )بینی شدهعدم حضور پیش

های صحیح در یک کلاس تقسیم بر تعداد تعداد کل پیکسل

های مرجع زمین )کل های آن کلاس که از دادهکل پیکسل

 شود.شود، صحت تولیدکننده نامیده می یستون( تعیین م

                                 (:                 3)رابطه 

 صحت کاربر

های صحیح در یک کلاس بر  اگر تعداد کل پیکسل

بندی  هایی که واقعاً در آن دسته طبقه تعداد کل پیکسل

شود ه میاند )کل ردیف( تقسیم شود صحت کاربر نامید شده

آید. دامنه تغییرات صحت ( به دست می6و از رابطه )

تولیدکننـده و صـحت کـاربر حـد واسـط صفر و یک است 

دهنـده عملکـرد مناسب مدل که در نتیجه مقادیر بالاتر نشان

 است.

 (:                                               6)رابطه 

 نتایج و بحث

بينی  ای محيطی منتخب برای پيشمتغيره

 های خاککلاس

های انتخاب متغیر بر اساس اهداف تحقیق و روش

متغیر محیطی  24متغیر محیطی تولیدشده،  32محیطی از میان 

های ژئومورفولوژی، اطلاعات شامل اطلاعات نقشه

های مستخرج از مدل رقومی ارتفاع  شناسی و ویژگی زمین

، 1، طلوع خورشید2هااندازی تپهوتحلیل سایه شامل تجزیه

، فاصله تا شبکه 6، شاخص طول در جهت شیب3عمق دره

و شاخص همواری  4، شاخص رطوبتی توپوگرافی3آبراهه

عنوان مؤثرترین متغیرهای  به 2بالای پشته با درجه تفکیک بالا

شده و  های خاک شناختهبینی کلاسمحیطی برای پیش

(. اثر 1)جدول  عنوان ورودی مدل انتخاب شدند به

                                                           
1- Analytical hillshading 

2- Sunrise
 

3- Valley depth 

4- LS_Factor 

5- Channel network distance, CND 

6- Topographic wetness index, TWI 

7- Multi-Resolution ridge top flatness index, 

MRRTF 

فرآیندهای ژئومورفولوژی در توسعه خاک توسط تعدادی از 

 9(، جعفری و همکاران62) 0محققین مانند اسکول و همکاران

ها ( بررسی شده است. آن32) 24زاده و همکاران(، تقی13)

ترین متغیر کمکی  تأکید کردند اطلاعات ژئومورفولوژی مهم

مناطق خشک و های خاک در برای تخمین نقشه کلاس

( در مطالعه خود 1) 22خشک است. ادهیکاری و همکاران نیمه

شناسی در کنار مقدار رس خاک  بیان کردند نقشه زمین

ترین پارامترهای محیطی برای بیان  سطحی و ارتفاع، مهم

بندی جهانی هستند. تغییرات خاک با استفاده از سامانه رده

( در 33) 21( و ویس و لاگچری16جعفری و همکاران )

های توپوگرافی و مطالعه خود گزارش کردند که ویژگی

های خاک از بینی کلاسفرآیندهای ژئومورفیک در پیش

 عوامل مؤثر بر تشکیل خاک در مناطق موردمطالعه هستند.

 نتایج آماری

های ها نشان داد که خاک رخبندی خاکنتایج طبقه

گیرند. این ر میسولز قراسولز و اینسپتیمنطقه در دو رده انتی

-ها در سطح زیرگروه در پنج کلاس تیپیک کلسیخاک

، تیپیک 23، جیپسیک هاپلوزرپتز26، تیپیک هاپلوزرپتز23زرپتز

بندی شدند. با توجه به طبقه 22و لیتیک زراورتنتز 24زراورتنتز

های خاک در منطقه، های کلاسدرصد فراوانی مشاهده

ک هاپلوزرپتز و زرپتز، تیپیهای خاک تیپیک کلسیزیرگروه

درصد و  34/22درصد،  63/31تیپیک زراورتنتز به ترتیب با 

درصد در کلاس اکثریت )با فراوانی داده بیشتر( و  96/14

های خاک جیپسیک هاپلوزرپتز و لیتیک زراورتنتز زیرگروه

درصد در کلاس اقلیت )با  36/2درصد و  2/0با ترتیب با 

 (.3)جدول گیرند فراوانی داده کمتر( قرار می

                                                           
8- Scull et al. 

9- Jafari et al. 

10 Taghizadeh-Mehrjardi et al. 

11- Adhikari et al. 

12- Vaysse and Lagacherie 

13- Typic Calcixerepts 

14- Typic Haploxerepts 

15- Gypsic Haploxerepts 

16- Typic Xerorthents 

17- Lithic Xerorthents
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بینی مکانی هر یک از  سنجی پیشنتایج مقادیر صحت

های خاک بر اساس چهار شاخص صحت کلی، کلاس

شاخص کاپا، صحت کاربر و صحت تولیدکننده توسط 

ای، های یادگیرنده رگرسیون لجستیک چندجملهالگوریتم

 3و  6یافته در جداول  جنگل تصادفی و درخت تصمیم توسعه

شده، شاخص کاپا در مدل  مطابق با نتایج ارائهارائه شده است. 

، در مدل جنگل 62/4ای رگرسیون لجستیک چندجمله

 33/4یافته  و در مدل درخت تصمیم توسعه 31/4تصادفی 

است که مؤید آن است که این شاخص در مدل رگرسیون 

ای دارای توافق متوسط و در دو مدل لجستیک چندجمله

 دیگر دارای توافق ضعیف است.

 های خاکبينی کلاس سازی جهت پيش                    ( متغيرهای محيطی منتخب برای مدل3جدول )
Table (2) Selected environmental covariates for modeling to predict soil classes 

 

متغیر محیطی 

 مورداستفاده
Environmental 

Covariate used 

 نوع متغیر

Covariate 

type 

 سمقیا

Scale 
 نام متغیر

Covariate name 
 منبع

Source 

 نقشه ژئومورفولوژی

Geomorphology 

map 

وکتوری 
Vector 

2:34444 

1:50000 
 نقشه ژئومورفولوژی

Geomorphology map 
Zinck et al (2016) 

 شناسینقشه زمین

Geology map 
وکتوری 
Vector 

2:134444 

1:250000 
 شناسینقشه زمین

Geology map 
Iran National 

Cartographic Center 

 مدل رقومی ارتفاع

Digital elevation 

model 

 رستری

Raster 

 متر 34
30 

meters 

 مدل رقومی ارتفاع
DEM 

ALOS PLASAR 

(2011) 
 هااندازی تپهوتحلیل سایه تجزیه

Analytical Hill shading 
Olaya (2004) 

 طلوع خورشیدزمان 
Sunrise 

Olaya (2004) 

 عمق دره
Valley Depth 

Olaya (2004) 

 شاخص طول در جهت شیب
LS Factor 

Olaya (2004) 

 فاصله تا شبکه آبراهه
Channel Network Distance 

Olaya (2004) 

 شاخص رطوبتی
Topographic Wetness Index (TWI) 

Olaya (2004) 

 الاشاخص همواری بالای پشته با درجه تفکیک ب

Multi-resolution Ridge Top Flatness 

(MrRTF) 
Olaya (2004) 

 
 

 

 

 

 

https://data.csiro.au/collection/csiro:6239
https://data.csiro.au/collection/csiro:6239
https://data.csiro.au/collection/csiro:6239
https://data.csiro.au/collection/csiro:6239
https://data.csiro.au/collection/csiro:6239
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...برای استفاده از رویکرد مدل تجمعی رحیمی مشکله و همکاران:  

 

 های خاک در سطح زیرگروه( تعداد و درصد فراوانی کلاس2جدول)
Table(3) The number and percentage of abundance of soil classes at the subgroup level 

 های خاکتحت گروه
Soil subgroups 

 هاتعداد مشاهده
Number of observations 

 هادرصد مشاهده
Percentage of observations 

 زرپتزتیپیک کلسی
Typic Calcixerepts 

68 32.43 

 تیپیک هاپلوزرپتز
Typic Haploxerepts 

26 17.56 

 جیپسیک هاپلوزرپتز
Gypsic Haploxerepts 

12 8.1 

 تیپیک زراورتنتز
Typic Xerorthents 

31 20.94 

 لیتیک زراورتنتز
Lithic Xerorthents 

11 7.34 

مقادیر شاخص صحت کلی برای مدل جنگل 

یافته و رگرسیون  تصادفی، مدل درخت تصمیم توسعه

درصد  44و  44، 43ای به ترتیب برابر لجستیک چندجمله

ای ون لجستیک چندجملهو مدل رگرسی شده بینی پیش

بینی  های فردی برای پیشبهترین عملکرد را در میان مدل

در پژوهشی مشابه توسط  های خاک را نشان داد.زیرگروه

( در بخشی از اراضی استان 20فاتحی و همکاران )

بینی  کرمانشاه نشان داده شد که صحت کلی نقشه پیش

های رگرسیون لجستیک های خاک با روشزیرگروه

 62و  34بندی به ترتیب ای و درختان طبقهچندجمله

درصد است که مؤید آن است که مدل رگرسیون 

های بینی زیرگروه لجستیک توانایی بیشتری برای پیش

 2و همکاران خاک در منطقه موردمطالعه داشته است. جین

های خاک در برداری رقومی کلاس( در مطالعه نقشه14)

ای و غرب هائیتی با مدل رگرسیون لجستیک چندجمله

مدل درختان تصادفی به این نتیجه رسیدند که رگرسیون 

کارایی بهتری  63/4ای با مقدار شاخص کاپا لجستیک چندجمله

 نسبت به مدل درخت تصادفی داشته است.

های ادگیری ماشین بر روی کلاسهای ینتایج برازش مدل

خاک نشان داد از میان سه الگوریتم جنگل تصادفی، درخت 

ای، دو یافته و رگرسیون لجستیک چندجمله تصمیم توسعه

                                                           
1- Jeune et al. 

 عنوان بهیافته  الگوریتم جنگل تصادفی و درخت تصمیم توسعه

بنابراین این دو الگوریتم ضعیف ؛ تر شناخته شدند مدل ضعیف

سازی با استفاده از و مدل شده ترکیبهم  تحت یک سناریو با

ها انجام شد. مدل تجمعی جنگل تصادفی و درخت تصمیم آن

RF-BRTیافته تحت عنوان مدل  توسعه
. مطابق با شدندنامیده  1

ها با سازی داده(، پس از متعادل6شده در جدول ) نتایج ارائه

رویکرد مدل تجمعی مقادیر شاخص کاپا و صحت کلی به 

آمد. طبق نتایج  به دستدرصد  24و  41/4برابر با  ترتیب

های یادگیرنده شود که الگوریتماستنباط می گونه این شده ارائه

شوند از سازی میفردی مدل صورت بهو  تنهایی به زمانی که

های خاک برخوردار بینی مکانی کلاسدقت بالایی در پیش

ل تجمعی دقت ها در قالب مدنیستند اما مجموعه این الگوریتم

-های خاک از خود نشان میبینی مکانی کلاسبالایی در پیش

بینی مرتبط با هر مدل فردی  خطای پیش که ازآنجاییدهند. 

شود، اطلاعات مفیدی که از  طور تصادفی توزیع می به

آید بسیار محدود است می به دستهای هر مدل فردی  بینی پیش

تفاده از اطلاعات همه بنابراین مدل تجمعی به دلیل اس؛ (23)

ها بینیهای یادگیری ماشین، پتانسیل بالایی در بهبود پیش مدل

زاده و (. تقی33دهد )های معمول از خود نشان مینسبت به مدل

های خاک برداری رقومی کلاس( در مطالعه نقشه31همکاران )

                                                           
2- Random forest and boosted regression trees, 

RF-BRT 
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2641، پاییز 3شماره 64مهندسی زراعی )مجله علمی کشاورزی( جلد   

با استفاده از مدل تجمعی شاخص کاپا و صحت کلی را به ترتیب 

درصد، درخت  02و  32/4های فردی جنگل تصادفی برای مدل

ای درصد، رگرسیون لجستیک چندجمله 02و  64/4تصمیم 

درصد و در یک رویکرد تجمعی به ترتیب برابر با  64و  13/4

آوردند و به این نتیجه رسیدند مدل  به دستدرصد  94و  44/4

تجمعی عملکرد بهتری را در مقایسه با رویکردهای فردی نشان 

های خاک را در سطح بینی نادرست کلاس اده است و پیشد

زیرگروه کاهش داده است. این نتیجه، یک نتیجه مورد انتظار 

و  2(. سیلوین36سازی تجمعی است )برای این نوع روش مدل

های  بینی ( نیز در مطالعه خود دریافتند عملکرد پیش34همکاران )

از بسیاری از سازی تجمعی بهتر  آمده از مدل دست قطعی به

( به 36) 1های اجزای جداگانه آن است. ده بوی و همکاران مدل

توجهی  قابل طور بهتواند  این نتیجه رسیدند که مدل تجمعی می

 بینی مدل را بهبود بخشد. دقت پیش

( نتایج دو شاخص صحت کاربر و صحت 3جدول )

های خاک در سطح زیرگروه در دو کننده برای کلاس تولید

ها با سازی دادههای نامتعادل و پس از متعادلدادهحالت با 

دهد. مطابق با نتایج اعتبارسنجی رویکرد مدل تجمعی را نشان می

موفق  یافته توسعهدو مدل فردی جنگل تصادفی و درخت تصمیم 

های جیپسیک هاپلوزرپتز و لیتیک زراورتنز بینی زیرگروهبه پیش

اما مدل ؛ اندنشده شوندهای اقلیت محسوب میکه جزء کلاس

ای برای دو کلاس کم فردی رگرسیون لجستیک چندجمله

رخداد )اقلیت( جیپسیک هاپلوزرپتز و لیتیک زراورتنز به ترتیب 

 244و  14کننده و درصد در صحت تولید 244و  36مقادیر 

-درصد در صحت کاربر را نشان داد. از طرفی نتایج صحت

دو کلاس اقلیت سنجی برای مدل تجمعی نشان داد که 

و  34جیپسیک هاپلوزرپتز و لیتیک زراورتنز به ترتیب با مقادیر 

درصد در صحت  244و  34کننده و درصد در صحت تولید 92

بینی همراه است. البته مدل تجمعی بااینکه کاربر با بهبود پیش

های اقلیت خاک شده است اما بینی خوب کلاسموفق به پیش

ای مقادیر ون لجستیک چندجملهنسبت به مدل فردی رگرسی

دو  ویژه بههای اکثریت خاک بینی برخی کلاسکمتری در پیش

                                                           
1- Sylvain

 

2- Tien Bui et al. 

کلاس تیپیک هاپلوزرپتز و تیپیک زراورتنتز نشان داده است 

های شود که در میان مدلاستنباط می گونه این(. در واقع 3)شکل 

ای دقت بالاتری در فردی، مدل رگرسیون لجستیک چندجمله

مدل  عنوان بهدهد و های خاک از خود نشان میکلاسبینی پیش

تر عملکرد بهتری دارد اما در مدل تجمعی به دلیل اینکه دو قوی

( در یافته توسعهتر )جنگل تصادفی و درخت تصمیم مدل ضعیف

سازی دخیل هستند در برخی موارد باعث کاهش مقادیر مدل

کننده و صحت کاربر نسبت به مدل فردی صحت تولید

ای شده است. بررسی مطالعات رگرسیون لجستیک چندجمله

های  ها یا مدل متعدد نشان داده است که محققان اغلب از روش

های خاک بسته به شرایط استفاده بینی کلاس مختلفی برای پیش

های ها بیان کردند که هر کدام از مدلکنند. تقریباً همه آن می

د را دارد و دارای نقاط خو فرد منحصربهیادگیری ماشین عملکرد 

(. نتایج پژوهش 36و  31، 30قوت و ضعف خاص خود است )

تواند  های خاک میحاضر نیز نشان داد که توزیع نامتعادل کلاس

بینی، بدون توجه به نوع الگوریتم  های پیش بر خروجی مدل

ها سبب افزایش سازی دادهتأثیر بگذارد و متعادل شده استفاده

-می تولیدشدههای خاک و نقشه انی کلاسبینی مکدقت پیش

بینی یک کلاس  گردد. از طرفی هر مدل خاص در پیش

های تجمعی مدل طورکلی بهبندی خاک برتری دارد، اما  طبقه

.فردی دارند های مدلعملکرد و دقت بالاتری در مقایسه با 
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...برای استفاده از رویکرد مدل تجمعی رحیمی مشکله و همکاران:  

 

. 
 های یادگيرندهها توسط الگوریتمسازی داده بينی سطح تاکسونوميک زیرگروه قبل و بعد از متعادلصحت پيش( 4جدول)

Table(4) Prediction accuracy of the taxonomic level of the subgroup before and after Data balancing 

by learning algorithms 
 سنجیهای صحت شاخص

Validation indicators 
 

 های یادگیری ماشینمدل
Machine learning models  کلی )%(صحت 

Overall accuracy (%) 
 ضریب کاپا

Kappa coefficient 
 هانوع داده

Data type 

65 0.32 
 نامتعادل

Imbalanced dataset 
 جنگل تصادفی

RF 

60 0.35 
 نامتعادل

Imbalanced dataset 
 یافته درخت تصمیم توسعه

BRT 

66 0.41 
 نامتعادل

Imbalanced dataset 
 ایرگرسیون لجستیک چندجمله

MNLR 

70 0.62 
 متعادل

Balanced dataset 
 یافته( درخت تصمیم توسعه _مدل تجمعی )جنگل تصادفی 

Ensemble Model (RF_BRT) 
 

 

 

 

-های نامتعادل و متعادل بر اساس مدل های خاک در سطح زیرگروه با داده( صحت توليدکننده و کاربر برای کلاس0جدول)

 شده دادههای برازش 
Table(5) Producer and User accuracy for soil classes at the subgroup level before and after data 

balancing based on the fitted models 

 صحت کاربر )%(

User accuracy (%) 
 صحت تولیدکننده )%(

Producer accuracy (%) 
 قابلیت اطمینان

Validation 

های داده

 متعادل

Balanced 

dataset 

 های نامتعادلداده

Imbalanced dataset 

های داده

 متعادل

Balanced 

dataset 

 های نامتعادلداده

Imbalanced dataset 
 هانوع داده

Data type 

 مدل تجمعی

Ensemble 

model 

رگرسیون 

لجستیک 

 ای چندجمله

MNLR 

درخت 

 تصمیم

 یافته توسعه

BRT 

جنگل 

 تصادفی

RF 

 مدل تجمعی

Ensemble 

model 

سیون رگر

لجستیک 

 ای چندجمله

MNLR 

درخت 

 تصمیم

 یافته توسعه

BRT 

جنگل 

 تصادفی

RF 

 کلاس خاک سطح زیرگروه

Subgroup of soil 

88 64 62 61 96 94 80 85 Typic Calcixerepts 
69 100 67 100 100 67 50 50 Typic Haploxerepts 
50 20 NaN NaN 50 34 0 0 Gypsic Haploxerepts 
65 67 40 65 36 40 40 34 Typic Xerorthents 

100 100 NaN NaN 97 100 0 0 Lithic Xerorthents 

NaN* :نشده است. بینی برای این کلاس انجامعدد نیست، هیچ پیش 
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2641، پاییز 3شماره 64مهندسی زراعی )مجله علمی کشاورزی( جلد   

 

 
ها با ازی دادهسمتعادلاز و ب( بعد  نامتعادلهای  های یادگيری ماشين الف( با دادههای توليدشده توسط الگوریتم ( نقشه2شکل)

 رویکرد تجمعی
Figure(3) Maps produced by machine learning algorithms a) with Imbalanced dataset and b) after 

data balancing with Ensemble Model 
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...برای استفاده از رویکرد مدل تجمعی رحیمی مشکله و همکاران:  

 

 گيرینتيجه

مشکلاتی است که در  ترین رایجها یکی از عدم تعادل داده

موجب افزایش خطا در نتایج شود و های خاک دیده مینمونه

-معمول می بندی طبقههای با استفاده از الگوریتم آمده دست به

تواند بر  های خاک میگردد. به عبارتی توزیع نامتعادل کلاس

بینی، بدون توجه به نوع الگوریتم  های پیش خروجی مدل

ها سبب افزایش سازی دادهتأثیر بگذارد و متعادل شده استفاده

-می تولیدشدههای خاک و نقشه ینی مکانی کلاسبدقت پیش

های خاک با بینی مکانی کلاسشود. نتایج نشان داد که پیش

های یادگیرنده فردی یا جداگانه موجب استفاده از الگوریتم

ها در شود، اما مجموعه این الگوریتمسازی میکاهش دقت مدل

های بینی مکانی کلاسقالب مدل تجمعی دقت بالایی در پیش

های  دهند. در مقایسه با الگوریتمخاک از خود نشان می

شده، روش تجمعی به نتایج نسبتاً بهتری هنگام  بندی بررسی طبقه

های نامتعادل، متشکل از نسبت بالاتری  استفاده در مجموعه داده

های اقلیت، دست یافت. در واقع مدل تجمعی پتانسیل  از نمونه

های اقلیت خاک نسبت به کلاسبینی  بالایی برای بهبود پیش

تری از خاک برای  های معمول دارد و اطلاعات دقیقالگوریتم

نظارت بر وضعیت خاک و تغییرات در فضا و زمان با استفاده از 

کند، بنابراین این روش را  برداری رقومی خاک ارائه می نقشه

های خاک توصیه کرد. با سازی بهتر کلاس توان برای مدل می

های نامتعادل خاک در ایران اینکه مطالعات در زمینه داده توجه به

های دیگر گردد از رویکردبسیار محدود است پیشنهاد می

ها همچون یادگیری حساس به هزینه برای سازی دادهمتعادل

 برداری رقومی خاک استفاده شود.نقشه
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